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摘摘摘摘  要要要要：：：：针对异常检测模型中，单核支持向量数据描述存在映射形式单一以及核函数、核参数选择困难的问题，提出一种
多核优化组合的支持向量域描述的单类分类方法。在分析多核映射的核空间基础上，建立多核支持向量数据描述模型，以
更灵活地描述训练样本在高维特征空间的边界分布情况。采用目标函数的梯度下降法对该模型的多核组合权重进行分步寻
优，并引入异常类测试样本来控制和评价分类器的描述精度和推广能力。仿真实验结果表明，该方法具有更好的学习能力
和计算效率。 
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1  概述概述概述概述 

支持向量机(Support Vector Machine, SVM)建立在统计
学习理论的基础上，遵循结构风险最小化原理，能够获得
更好的泛化性能[1]。近年来，针对模式识别中数据样本严重
不平衡的问题，支持向量数据描述(Support Vector Data 

Description, SVDD)方法只需要一类数据样本即可建立超球
分界面，且具有计算速度快、鲁棒性强、算法复杂度低等
优点，成为模式识别领域研究和应用的热点[2-3]。 

SVDD 在很大程度上取决于核映射方式的选择，采用
不同的核函数具有不同的映射效果。目前 SVDD 均只采用
单核映射，映射的形式较为单一，具有一定的局限性，如
果优化组合多种核函数或同一核函数不同核参数的映射效

果，将能够提高核特征空间映射的灵活性，多核学习的引
入将能很好地解决支持向量数据描述中核函数种类和核函
数参数的选择问题[4]。另外，SVDD 采用无监督学习方式，
核参数的选择存在较大的随意性。 

基于以上分析，本文提出多核支持向量数据描述
(Multi-kernel Support Vector Data Description, MSVDD)的方
法。通过对目标函数的梯度下降方法寻找多核学习的权重，
针对 SVDD 无监督的问题，给出一种目标数据驱动的优化
控制方法，最终获得最优的权重向量。 

2  MSVDD 的核空间假设的核空间假设的核空间假设的核空间假设 

多核学习问题[4-6]描述如下：假设核函数由 M 个正定核
的线性组成，其中任意一个核 Km均对应某一再生核 Hilbert
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空间 Hm 及相应的内积运算 ,
m

⋅ ⋅ ，对于 [0,1]m ∈d ，任一
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因此，根据再生核的性质 [7]，可知 '
mH 也是再生核

Hilbert空间。定义多核学习的核空间 H 为 '
mH 空间的集合，

'

1

M

m
m=

= ⊕H H ，则核空间 H 也是定义在核函数式(3)下的再

生核 Hilbert 空间： 
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因此，多核学习的问题转化为求解组合核的权重系数
{ }md ，通过调整组合核函数的权重从而获得自适应核映射

特征空间和自适应的内积运算。 

3  MSVDD 模型模型模型模型 

文献[8-9]提出了 SVDD 的基本思想是：在通过核函数
映射的高维特征空间中寻求一个包围目标样本点的超球
体，并通过最小化该超球体所包围的体积让目标样本点尽
可能地被包围在超球体中，而非目标样本点排除在超球体
中，达到非目标数据检测的目的。 

根据多核空间的构建理论，多核支持向量数据描述的
核空间映射模式[10]变为： 
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对于正常数据样本{ }| , 1,2, ,d
ix x i N∈ =R ⋯ ，在多核

映射的高维空间内，确定包含该数据样本的最小超球体的
中心 a和半径 R ，转化为求解以下优化问题： 
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可见，对于组合多核支持向量数据描述来说，需要在
原问题上增加一个变量以及由这个变量衍生出来的 2 个约
束，同样可以利用 Lagrange 函数将上述问题转化为求解对
偶问题[11]，简化问题的求解。而实际这种求解方式的复杂
度高，往往难以实现。在这里通过 2 步优化求解该凸二次

优化问题的变量，优化问题按照以下步骤求解： 

(1)初始化多核映射权重向量 d ，利用 d 计算输入数据
组合映射的核矩阵 K 。 

(2)由所得的核矩阵 K ，利用 SVDD 求解超球分界面和
优化目标函数值。 

(3)更新和迭代权重向量 d ，返回第(2)步求解，直到达
到需要优化的目标。 

4  多核多核多核多核支持向量数据描述支持向量数据描述支持向量数据描述支持向量数据描述问题求解问题求解问题求解问题求解 

4.1  优化目标设计优化目标设计优化目标设计优化目标设计的的的的描述描述描述描述 

根据以上分步优化的思想，结合支持向量数据描述的
特点，将优化的目标定义为： 
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其中， { }1 2, , , Md d d=d ⋯ 为组合核对权重向量，且： 
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在多核机器学习算法中，采用多个核函数的线性组合
式(4)作为核函数。当权重向量 d 确定后，就可以直接用
SVDD 进行求解，多核支持向量数据描述的对偶问题为： 
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根据最优化理论中的强对偶问题，上述优化目标转变
为对偶问题的最大值，即： 
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在更新权重系数时最小化 ( )J d ，便可以获得较好的描
述效果。 

4.2  最优权重最优权重最优权重最优权重的的的的求解求解求解求解 

优化目标函数的梯度计算为权重变量的变化指明了方
向。因此，对于多核权重的学习问题可以用较为简单的梯
度下降方法[12]进行迭代更新，直到满足优化的目标。由于
优化目标函数是凸的且是可微的，因此对其求微分有： 
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可知目标函数的梯度与权重系数无关，为了最小化目
标函数 ( )mJ d ， ( )m−∇J d 就是变量{ }md 优化的方向。为

了获得更好的数值稳定性，取 max{ }mµ =d d ，则目标函数

的梯度为： 
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则权重变量的更新法则为 γ= +d d D。其中， γ 为迭
代步长，在梯度下降算法中，迭代步长的控制非常重要，
关系到收敛的速度和精度。在这方面的研究也有很多，运
用也较为成熟，一旦更新的方向确定，最优步长的确定采
用的是一维线性搜索的方法： 
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(12) 

多核学习算法在每次更新权重系数后都需要利用支持
向量数据描述重新计算凸二次优化，会耗费一定的计算量。
但在每次解凸二次优化时可以利用上次计算的结果α 进行
初始化，从而大幅提高了计算的效率。 

4.3  目标优化算法的终止迭代收敛条件和评估目标优化算法的终止迭代收敛条件和评估目标优化算法的终止迭代收敛条件和评估目标优化算法的终止迭代收敛条件和评估 

根据以上的算法描述，迭代的终止条件可以设计为迭
代前后优化目标值的变化量，并通过设定一个合适的阈值
ε 作为迭代终止的条件。阈值的选择应小于目标函数值的
数量级，并根据精度的需要来设定，在本文中取 510ε −= 。 
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然而，支持向量数据描述不同于 2 类分类支持向量机，
可以用分类正确率来表征，目标函数 ( )J d 刻画了超球空间
包围目标数据的情况，如果不加以控制，容易出现极端的
现象。作为分类器，在训练时完全不考虑异常样本是不科
学的，常常会使得模型在训练过程中由于缺少异常类样本
的参与，致使训练模型出现欠拟合或过拟合的现象。因此，
必须对优化的过程进行控制和评估，从而使得优化后的多
核支持向量数据描述能够具有很好的描述精度，同时也具
有良好的泛化性能。 

本文提出了一种基于目标数据驱动的多核支持向量权
重优化评估方法，即通过引入含有异常类的测试样本来综
合考察多核超球分类器的分类性能。对于支持向量数据描
述来说，评价其模型的好坏最为有效的是 ROC 曲线，从以
下 2 个方面来刻画模型的性能：(1)正常的样本被识别成异
常，形成虚假报警，称为虚警率；(2)异常的样本被识别为
正常，造成漏检，称为漏检率。在追求最小漏检率的条件
下，对正常样本具有较高的正确检测率。在二维平面上体

现为 ROC 曲线下方与坐标轴围成面积的大小(Area Under 

Curve, AUC)，所围成的面积越大则分类器的性能越好，因
此，本文以此作为评价控制指标。以某次实验为例，迭代
过程中目标函数值的下降曲线如图 1 所示，若仅以 ( )J d 作
为控制优化的目标，优化的变量{ }md 会迅速收敛到初始化

的{ }md 中使优化目标 J 最小的核，同时观察相应的 ROC

曲线评价指标的变化情况。如图 2 所示，MSVDD 的性能并
非逐步递增的过程，J最小时 MSVDD 并非性能最佳，而通
过跟踪 AUC 变化可以寻找出最优的权重组合。 

 

图图图图 1  目标函数的变化过程目标函数的变化过程目标函数的变化过程目标函数的变化过程 

 

图图图图 2  AUC 评价指标变化过程评价指标变化过程评价指标变化过程评价指标变化过程 

5  应用实例应用实例应用实例应用实例 

首先运用一个简单的例子描述组合多核支持向量数据
描述的有效性。测试数据采用 prtool

[8]工具箱产生的两维   

2 类 Banana 数据集，用其测试多核支持向量数据描述的分
类性能，目标类数据样本 30 个。多核支持向量数据描述由
高斯和多项式核组成，高斯核宽度为 2，多项式核参数为 1，
控制错分比例参数为 0.01，则高斯核支持向量数据描述效
果如图 3 所示，而多项式核支持向量数据描述如图 4 所示。 

变
量
2

 

图图图图 3  高斯核描述效果高斯核描述效果高斯核描述效果高斯核描述效果  
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图图图图 4  多项式核描述效果多项式核描述效果多项式核描述效果多项式核描述效果 

对于 2 个图可以发现，高斯核函数具有较好的描述性
能，但是由于参数的设置并非最优化，该描述的效果过于
紧凑，描述精度较高但是损失了一定的推广能力。而多项
式核描述则过于宽松，成为一个整圆，描述精度低，存在
较大的漏检率。 

图 5 显示了组合这 2 个核特征空间后的描述效果，取
简单的组合权重为{0.85 0.15}，则该多核支持向量数据描述
权衡了 2 种核函数对目标数据的拟合精度，在平面成较好
的香蕉型数据分布形状，因而能够得到更高的推广能力和
更小的误判率。 

变
量
2

 

图图图图 5  多核多核多核多核支持向量数据描述支持向量数据描述支持向量数据描述支持向量数据描述效果效果效果效果 

实验时，产生 30 个目标类数据样本作为训练样本集和
200 个评价样本集。模型核函数选择高斯核和多项式核函
数，核函数的初始参数集则设置以下常用数值的集合，分
别为{3, 4, 5}和{1, 2}，因此，多核支持向量数据描述采用
以上 5 个核特征空间的优化组合来表示。根据以上梯度下
降方法寻求最优的权重，得{0.624 40, 0.353 50, 0.022 10}，
由该组合权重即可以建立多核支持向量数据描述的模型。
测试集中目标类数据 102 个，异常类数据 98 个，分类结果
由 ROC 曲线来度量。 

由图 6 可见，不同的核函数及不同的核参数下单类分
类器的分类性能差异较大，随着参数的增大，单核的分类
器性能变差，多项式核的分类性能变化更为明显。而建立
在以上单核组合的基础上，多核分类器的数据描述能力明
显优于任何一个单核分类器，能够获得比较理想的分类精
度。表 1 则列出各单核及组合多核支持向量数据描述对测
试数据集的实验结果，采用 ROC 曲线下方的面积作为评价
指标，量化评价了各单类分类器的分类性能。 

 

图图图图 6  不同核函数和核参数下的不同核函数和核参数下的不同核函数和核参数下的不同核函数和核参数下的 ROC 曲线曲线曲线曲线 

表表表表 1  支持向量数据描述支持向量数据描述支持向量数据描述支持向量数据描述分类性能比较分类性能比较分类性能比较分类性能比较 

核函数 核参数 评价指标 

3 0.953 6 

4 0.914 3 guass 核 

5 0.847 7 

1 0.689 5 
ploy 核 

2 0.578 2 

MKL – 0.997 6 

6  结束语结束语结束语结束语 

机械故障领域训练样本的获取存在严重不平衡问题，
支持向量域描述单类分类器在故障诊断中得到广泛的应
用。本文分析单核支持向量域描述存在的局限性，提出运
用多个核函数映射的特征空间组合这个更加灵活的描述方
式来建立单类分类器，并介绍了基于目标函数的梯度下降
的方法来搜索最优的组合权重。在优化过程中引入了 ROC

曲线围成的面积作为控制搜索最优权重的评价指标，解决
了支持向量域描述的核函数选择和参数优化问题，不仅能
够充分利用原有的 SVDD 进行计算，而且具有更好的学习
能力和计算效率。 
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