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基于双层 CNN⁃BiGRU⁃CRF的事件因果关系抽取

郑巧夺，吴贞东，邹俊颖
（四川师范大学 计算机科学学院，成都 610101）

摘 要：针对现有事件因果关系抽取方法关系边界识别能力弱和文本语义表征不足的问题，提出一种基于双层

CNN-BiGRU-CRF 深度学习模型的事件因果关系抽取方法。将因果关系抽取任务转换为两次序列标注任务分别由

两层 CNN-BiGRU-CRF 模型完成，上层模型用于识别事件因果关系语义角色词，其标注结果作为特征输入下层模型

划分因果关系边界。在每层模型中，采用突发事件样本数据对 BERT模型进行微调，形成文本表示模型以获取语义特

征向量矩阵，利用卷积神经网络和双向门控循环单元分别提取局部和全局深层特征，并将上述特征在每个时间序列

步进行线性加权融合以增强语义表征能力，最终基于残差思想将高区分度特征输入 CRF模型解码完成序列标注任务。

在中文突发事件语料集上的实验结果表明，与 BiLSTM-Att-规则特征、GAN-BiGRU-CRF 等因果关系抽取方法相比，

该方法的事件因果关系抽取效果更好，F 值达到 91.81%，能有效实现事件因果关系的准确抽取。
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Event Causality Extraction Based on Two-Layer CNN-BiGRU-CRF
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（College of Computer Science，Sichuan Normal University，Chengdu 610101，China）

【Abstract】The existing event causality extraction methods have poor performance in relationship boundary recognition and

are limited by insufficient semantic representation of texts. To solve the problem，this paper proposes a method of event

causality extraction based on two-layer CNN-BiGRU-CRF deep learning model. The task of causality extraction is transformed

into two sequential annotation tasks，which are respectively completed by two-layer CNN-BiGRU-CRF model. The upper

model is used to identify the semantic role words of event causality，and the annotation results are input as features into the

lower model to divide the causality boundary. In both models，the emergency sample data is used to fine-tune the BERT model

to form a text representation model to obtain the semantic feature vector matrix. Convolutional Neural Network（CNN）and

Bi-directional Gated Recurrent Unit（BiGRU）are used to extract local and global deep-layer features respectively，and the

above features are linearly weighted and fused in each time series step to enhance the semantic representation. Finally，based

on the idea of residuals，high resolution features are input into the CRF model for decoding and to complete the task of

sequence annotation. Experimental results on Chinese emergency corpus show that compared with the causality extraction

methods such as BiLSTM-Att-rule feature and GAN-BiGRU-CRF，the proposed method has better causality extraction

performance with F value reaching 91.81%. It can effectively achieve the accurate extraction of event causality.

【Key words】causality extraction；deep learning；Convolutional Neural Network（CNN）；feature integration；emergency

event
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事件作为文本类信息的重要表现形式，近年来在

自然语言处理（Natural Language Processing，NLP）领域

应用较广泛，各类基于事件的理论模型［1］和应用技术
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相继出现［2-3］。一个文本通常由多个事件组成，这些事

件由同一个主题串联，事件之间存在因果关系、时序关

系等多种语义关系。其中，事件因果关系是较为常见

和重要的一类关系，其体现出理解知识后进行推理的

过程，反映了事件先后相继、由因及果的联系［4］。准确、

高效地理解文本事件中的因果关系，对于掌握文本中

事件的演变过程、预判事件后期发展以及文本处理的

上层应用具有重要的现实意义。

在事件因果关系识别方面，国内外已提出众多基

于规则的方法和基于机器学习的方法［5-6］，但这两类方

法存在特征工程代价大、事件因果关系识别覆盖面低

等问题。文献［7］提出一种层叠机器学习模型，可分步

解决事件因果关系识别的复杂问题，但其输入与输出

缺乏深层语义特征，不能结合上下文推理事件隐式因

果关系。文献［8］通过使用深度学习技术，有效解决了

事件因果关系抽取过程中深层语义信息推理时隐式因

果关系缺失的问题。文献［9］将双向长短时记忆

（Bidirectional Long Short-Term Memory，BiLSTM）神

经网络模型用于事件因果关系的识别，充分结合语义

特征推理出上下文因果关系。由此可见，深度学习在

事件因果关系识别领域已取得一定成果，但还存在关

系边界识别模糊和文本表征能力不足等问题。

本文提出一种基于双层 CNN-BiGRU-CRF模型的

事件因果关系抽取方法。将事件因果关系抽取分解为

两次序列标注任务并由双层 CNN-BiGRU-CRF模型完

成，结合基于Transformer的双向编码器表示（Bidirectional

Encoder Representation from Transformer，BERT）模型与

卷积神经网络（Convolutional Neural Network，CNN）增

强事件文本特征的表达能力，在模型中引入残差思

想［10-11］，将文本信息局部特征与全局特征在每个时间序

列步中进行线性加权融合，以提升模型对重要语义特

征的提取能力。

1 相关理论

1.1 事件

在自动内容提取（Automatic Content Extraction，

ACE）中，事件被定义为包含参与者的具体发生的事

情，用来描述状态的改变。目前，对事件的研究主要

分为事件内部组成结构研究和事件外部关联研究。

事件内部组成结构研究是指对时间、地点和参与者

等事件论元进行研究，事件外部关联研究是指对事

件因果关系和时序关系等多种语义关系进行研究。

1.2 事件因果关系

事件因果关系由原因事件和结果事件两部分构成。
根据文本上下文是否出现因果连接词，分为带标记因
果关系和无标记因果关系［7］。根据文本上下文是否同
时出现原因和结果，分为显式因果关系（原因和结果同
时出现）和隐式因果关系（只出现原因或结果）。显式
因果关系又分为一因一果、一因多果、多因一果和多因

多果 4类。对于隐式因果关系，需根据文本上下文和
深层语义推断事件隐藏的原因或结果。
1.3 BERT模型

BERT［12］模型的训练过程分为两个阶段。第一阶段
采用双层双向Transformer模型并基于MLM和NSP两种
策略进行预训练，以达到双向和深度动态地利用文本
上下文信息的目的。MLM 策略指给定 1个句子，随机
隐藏句子中部分词，根据剩余词预测被隐藏的部分，使
模型能结合上下文语义信息推测句子中任何词。NSP
策略指给定文本中任意 2个句子，判断其顺序关系并
构建二分类模型，使得 BERT 模型能学习句子级别关
系。第二阶段将BERT模型进行微调应用于下游任务，
以适应领域任务的需求。

BERT 模型由多层 Transformer 编码模块堆叠而
成。Transformer 编码单元是 BERT 模型的核心，其
结构如图 1所示。其中，输入文本的向量矩阵由字
符表征、句子表征和位置表征构成。

将向量矩阵输入多头自注意力（Multi-head Self-
attention）模块，利用目标字特征向量 Q、目标字上下文
特征向量 K和原始向量 V［13］计算并增强语义表达。其
中，自注意力机制的计算思想为：Q 与 K先进行相似性

计算获取注意力权重，再基于注意力权重向量重构原

始向量V，以区分V中目标词上下文对其不同的重要程

度。相关计算公式如下：

attention_output = Attention( QKV ) （1）

Attention(QKV )= Softmax ( )QK T

dk

V （2）

其中，dk为向量维度。将 Q 与 K 作用生成的注意力向

图 1 Transfomer编码单元结构

Fig.1 Structure of Transformer encoder unit

59

计
算

机
工

程

ww
w.
ec
lce

06
.co

m



计 算 机 工 程 2021年 5月 15日
量通过 Softmax 激活函数形成注意力得分，然后对 V

中每个向量与其对应的注意力得分的点乘结果进行

加权求和，得到输入目标字的自注意力加权后的原

始向量。

为扩展模型处理不同场景的能力，文献［13］提

出先对 Q、K 和 V 进行 h 次不同的投影，映射维度均

为 dk，再拼接不同自注意力模块输出结果，经过线性

映射输出形成多头自注意力，相关计算公式如下：
MultiHead(QKV )=

Concat(head1 head2 headh )W Q （3）

head i = Attention ( )QW Q
i KW K

i VW V
i （4）

多头自注意力机制模块输出后，进行残差连接

与标准化处理。残差连接使模型具备深度能力，标

准化处理是使神经网络节点进行 0均值 1方差映

射［14］，相关计算公式如下：

sub_layer_output = LayerNorm(x + (SubLayer(x)))

（5）

为增强模型线性表达能力，对每个字的增强语

义向量进行两次线性变换，输入前馈神经网络 FFN，

完成 Transformer 编码。若将上一步输出表示为 Z，

则 FFN 表达式为：

FFN(Z )= max(0ZW 1 + b1 )W 2 + b2 （6）

由于 Transformer模型摒弃了传统循环神经网络

（Recurrent Neural Network，RNN）的结构及其对时

间序列抽象化的能力，因此在特征表示中融入相对

位置信息来保持其对时序信息的处理能力，具体相

对位置信息如下：

PE(pos2i) = sin ( )pos/10 000
2i/dmodel （7）

PE(pos2i + 1) = cos ( )pos/10 000
2i/dmodel （8）

其中，i为单词维度，pos为单词位置，dmodel为 embedding

维度，sin 函数和 cos函数均表示不同频率的计算。

1.4 双向门控循环单元

门控循环单元（Gated Recurrent Unit，GRU）能有

效克服循环神经网络中的梯度问题与长期依赖问题［15］，
其在长短时记忆（Long Short-Term Memory，LSTM）神

经网络的基础上合并细胞状态与隐藏层状态，并将遗

忘门与输入门结合为更新门，输出门更名为重置门。

GRU 和 LSTM 均通过门结构保留重要特征，从而实现

信息的长距离传播。由于 GRU 结构更简单，其相较

LSTM 少一个门且参数量也更少，因此 GRU 的整体训

练速度快于 LSTM［16-17］。GRU 单元结构如图 2所示。

在图 2中，zt和 rt分别表示控制神经元信息读写的

更新门和重置门。更新门用于控制前一时刻的状态被

带入当前状态的程度，重置门用于控制前一时刻状态

信息被写入当前候选集 h͂ t 的程度，其包含确定当前记

忆内容与确定当前时刻隐藏层保留信息［18］两部分，具

体计算公式如下：

zt = σ(wz ´[ht - 1 xt ] ) （9）

rt = σ(wr ´[ht - 1 xt ] ) （10）

h͂ t = tanh (wh ´[rt ´ ht - 1 xt ] ) （11）

ht = (1- zt )´ ht - 1 + zt ´ h͂ t （12）

yt = σ(wo ´ ht ) （13）

其中，ht 为当前 GRU 单元的激活值，yt 为 t 时刻的输

出，σ和 tanh 为激活函数，wz、wr、wh 和 wo 为对应的权

值参数，h͂ t 为 GRU 单元在 t 时刻的激活值，其同时受

重置门 rt、t−1时刻 GRU 单元激活值 ht−1以及当前时

刻输入 xt的控制。

由于 GRU 网络不能有效利用输入文本的上下文

信息，因此增加反向输入的逆序 GRU对文本的逆向语

义进行学习，然后将正反向 GRU合并构建双向门控循

环单元（Bidirectional Gated Recurrent Unit，BiGRU）以

充分利用上下文信息挖掘因果关系，并采用正向与反

向传递连接的方法进行合并，计算公式如下：

H =∑
1

t

concat(H f H b ) （14）

其中，Hf、Hb分别为正向与反向 GRU 在时刻 t 的输出

向量，H 为正向与反向 GRU 隐层全部时间序列连接

后的最终输出。

1.5 卷积神经网络

卷积神经网络［19］主要基于动物视觉的局部感受

野原理而构建。本文利用 CNN 特性提取输入事件

句子中每个字词的局部特征。若给定序列长度为 t

的句子 S=｛w1，w2，…，wt｝，其经过 BERT 模型生成对

应的字向量 V=｛v1，v2，…，vt｝，每个字向量 vt对应维度

d=768，且任意句子均能构成向量矩阵 Rt×d 并作为

CNN的输入，在因果关系抽取任务中，K=｛k1，k2，…，kn｝

为卷积核集合，n 为卷积核数量，则对输入的字向量

矩阵利用卷积核 ki 进行卷积操作后，目标字向量可

形成局部特征向量 fi，其表达式为：
f i = f (ki v t：t + j - 1 + b) （15）

其中，v 为输入的字向量矩阵，j 为卷积核 ki 的窗口大
小，b 为偏置值，f为 ReLU 激活函数。

通过式（15）使整个卷积核集合 K 作用于窗口中
心字向量，并对该字向量 vt 形成不同的局部特征 f，
n 个卷积操作表示如下：

图 2 门控循环单元结构

Fig.2 Structure of gated recurrent unit
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v t = F ={ f1 f2 fn} （16）

其中，F 为目标字 vt经过 n 个卷积操作后形成的上下

文特征集。

由于 F 是多特征高维度向量，因此采用池化操

作降低其维度。因果语义角色词作为显著特征，可

采用最大池化操作保留特征，其表达式为：

m = max(F ) （17）

将每个特征向量 fi经最大池化操作后保留的特

征 m 进行全连接以固定其维度输出，最终形成中心

字向量 vt的局部上下文表征，其表达式为：

v t = M ={m 1 m 2 m n} （18）

在中心字向量卷积过程中，根据窗口大小，用

“0”补齐每个句子边界以避免出现窗口中心字左边

或者右边无字的情况，导致卷积到空值。重复上述

中心字向量卷积过程，同时，对输入长度为 t 的句子

向量矩阵，利用卷积集合 K 扫描整个句子序列形成

整个句子的局部特征集，其表达式如下：

S ={v1 v2 v t}={M 1 M 2 M t} （19）

1.6 CRF模型

GRU 仅考虑长远的上下文信息，忽略了标签之间

的依赖关系。条件随机场（Conditional Random Field，

CRF）模型能在考虑标签之间约束关系的情况下，获得

全局最优标签序列［20］。

CRF 解码标签序列描述的条件概率模型为 P =

(Y | X )，其中，Y 为输出变量（状态序列），X 为输入变

量（观测序列）。利用训练数据通过极大似然估计可

得到条件概率模型 P（Y | X），输入 x 后计算得到条件

概率 P（y | x）最大的输出序列 y。

在训练 CRF 模型时，使用极大似然函数估计形

成条件概率模型，其对数似然函数为：

L =∑
i = 1

n

lb(P(yi | xi ))+
λ

2
 θ 2

（20）

P（y/x）=
1

Z (x)
exp∑

k = 1

K

w k fk (yx) （21）

Z（x）=∑
y

exp∑
k = 1

K

w k fk (yx) （22）

其中，fk 为关于 x 和 y 的特征函数，w k 为训练权重，

Z（x）为归一化因子。通过最大似然函数训练获取合

适的参数使对数似然 P 最大，解码函数用于搜索条

件概率最高时对应的标签序列 Y，其表达式为：

Y = arg max p(x/yw) （23）

2 双层 CNN-BiGRU-CRF模型

2.1 模型结构

本文提出的双层CNN-BiGRU-CRF模型结构如图3
所示，主要包括数据预处理层、上层CNN-BiGRU-CRF模

型、下层CNN-BiGRU-CRF模型以及输出。因果关系抽

取任务被分解为语义角色词识别任务与边界特征词识别

任务，分别由上下两层CNN-BiGRU-CRF模型完成，上层

模型的输出序列作为新特征被传递给下层模型。

上层 CNN-BiGRU-CRF 模型用于完成分解任务

中的因果关系语义角色词识别任务。采用 CEN-t 标

注方案，其中 C 表示原因事件，E 表示结果事件，N 表

示无关事件，t 表示普通文本。基于因果关系的对应

方式不同，将上层 CNN-BiGRU-CRF 模型的标注结

果作为特征输入下层 CNN-BiGRU-CRF模型，进一步

划分因果关系边界。采用 BIO 标注方案，B 表示因

果关系的开始词，I 表示因果关系的中间词或结尾

词，O 表示无关词。输入句子的预测输出序列格式

为：上层模型标注结果/下层模型标注结果。其中，

标注结果含义如表 1所示。

由两次分解任务的序列标注结果可识别因果关

系对，具体为：1）结合模型预测输出的序列和表 1中
一次标注结果含义，可确定原因事件词、结果事件词

等因果语义角色词；2）结合模型预测输出的序列和

表 1中二次标注结果含义，可确定因果关系边界词，

即因果关系对的对应关系。

2.2 CNN-BiGRU-CRF模型

CNN-BiGRU-CRF 模型结构如图 4所示，主要包

括 embedding 层、CNN-BiGRU 层和 CRF 层。由图 4
可以看到，本文列举的输入句子及其经上下层模型

标注后的输出结果。

图 3 本文模型结构

Fig.3 Structure of the proposed model

表 1 标注结果含义

Table 1 Meaning of annotation results

预测序列

t/O

C/B

C/I

E/I

N/O

一次标注含义

非事件词

原因事件词

原因事件词

结果事件词

其他事件词

二次标注含义

非因果关系边界词

因果关系边界开始词

因果关系边界中间词或结尾词

因果关系边界中间词或结尾词

非因果关系边界词
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图 4 CNN-BiGRU-CRF模型结构

Fig.4 Structure of CNN-BiGRU-CRF model

2. 2. 1 embedding层
以突发事件因果关系抽取为例，使用突发事件

样本数据对 BERT 模型进行微调以生成突发事件域
的文本表示模型，再利用该模型对输入本层的样本
句子生成特征向量矩阵，并加上首尾标签与位置索
引。若将输入本层的样本句子中每个字用 wi表示，
则句子 S=｛w1，w2，…，wt｝由 BERT 模型生成的向量表
示为矩阵 V，其表达式如下：

V =

æ

è

ç

ç

ç

ç

ç

ç

ç
çç
ç
ç

ç

ç

ç

ö

ø

÷

÷

÷

÷

÷

÷

÷
÷÷
÷
÷

÷

÷

÷

SEP1 SEP2 
v11 v12 
v21 v22 

 
vt1 vt2 

CLS1 CLS2 
index1 index2 

SEP768

v1´ 768

v2 ´ 768


vt ´ 768

CLS768

index768

（24）

其中，t 为序列长度，768为字向量维度，SEP 为句首
标签，CLS 为句尾标签，index 为位置索引，v 为 BERT
模型生成的字向量。输入的每个样本句子通过
式（24）可转换为对应的特征向量矩阵。
2. 2. 2 CNN-BiGRU层

将上层生成的序列向量矩阵同时输入 CNN 与
BiGRU 可分别提取句子深层局部特征与长距离特
征。为丰富重点语义特征的表达信息，借鉴残差思
想将提取的局部特征和全局特征在每一个时间序列
步进行融合。假设句子序列长度为 t，经 CNN 提取
的特征 S⁃CNN ={M 1M 2  M t}，经 BiGRU 形成输

出 S⁃BiGRU ={H 1H 2 H t}，则在每一个时间序列

步融合的特征向量表达式如下：
C = TimeDistributed(S⁃CNN，S⁃BiGRU ) （25）

其中，C 为融合后的特征向量，TimeDistributed 为按照
时间序列进行特征整合的残差融合函数。按照时间序
列 t，采用线性加权法将句子局部特征 S⁃CNN 的 Mi依
次整合到句子全局特征S⁃BiGRU的Hi中，计算公式如下：

c i =∑
i = 1

t

w ´ concat(M i H i ) （26）

对于火灾、地震、食物中毒等原因事件角色词，
以及死亡、受伤等结果事件角色词和部分显著的边
界特征词，可在句子按照时间序列进行特征整合的
过程中加大其特征权重 w。

由上述可知，利用残差思想来丰富句子特征以
及采用线性加权法突出句子中重点语义特征，可得
到因果关系高区分度特征，使整个模型更容易捕获
重点语义单元，从而优化模型抽取效果。
2. 2. 3 CRF层

将上层输出的每个字所对应全部标签的发射概率
矩阵和初始化的转移概率矩阵作为原始CRF模型的训
练参数，采用最大似然函数训练 CRF模型可确定标签
序列。

3 实验与结果分析

3.1 实验语料集
本文实验选取上海大学实验室自制的开源中文突

发事件语料库（Chinese Emergency Corpus，CEC）作为
语料集。CEC语料集基于国务院颁布的分类体系所得
到，共包括地震、火灾、食物中毒、交通事故以及恐怖袭
击 5个类别。其中，从互联网上收集的 CEC 生语料共
332篇，均采用XML语言作为标注格式，其对突发事件、
突发事件要素以及突发事件对应关系的标注较全面。
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通过去 HTML标签、格式处理、事件句转换、分词、分字

以及数据集自动标注等数据预处理操作将CEC语料集

转换为模型训练的样本数据，并对文本数据进行增强

处理，得到的 CEC 语料集中有 11 908个事件，1 093对
因果关系，共构成 4 446条因果关系样本数据，按照

7∶1∶2的数量比例分为训练集、验证集与测试集。CEC

语料集具体数量信息与本文模型超参数设置分别如表2
和表 3所示。

3.2 评价指标

为验证本文方法在事件因果关系上的抽取效果

并便于分析，以整体标注准确率、召回率和 F 值作为

抽取效果的评价指标。在评估事件因果关系抽取正

确性的过程中，若事件因果关系成对出现，则需同时

考虑一对事件因果关系中原因事件标注与结果事件

标注，不能仅以标注结果为准，因此在判断一对事件

因果关系抽取的正确性时，要求原因事件标注和结

果事件标注同时正确（如果是一对多个结果，则要求

多个结果全部正确），否则视为抽取错误。

3.3 结果分析

3. 3. 1 不同模型的对比

为验证本文模型的性能，分别将本文模型与其

他模型从单层和双层、是否引入 CNN 两方面进行对

比，并对不同文本表示模型进行比较分析。在 CEC

语料集上的事件因果关系抽取中，进行 5次实验并

取每次实验的平均值作为最终值，不同模型的实验

结果如表 4所示。其中，前缀 S-与 D-分别代表单层

模型与双层模型，模型 1为基础模型。由表 4可知，

双层模型 5的评价指标高于单层模型 2，其原因是

双层模型对事件因果关系抽取任务进行分步处理，

其第二层结构专用于学习边界特征，提升整个模型

识别因果关系边界能力并简化了单个深度学习模型

任务复杂性。引入残差结构（CNN-BiGRU 输出线性

加权整合后结构）的模型 5的各评价指标均高于未

引入残差结构的模型 3，模型 5在增强特征表达能力

后 F 值提高 5.02个百分点，特别是召回率提升 7.76个
百分点，说明残差结构的应用有效丰富了因果关系

抽取任务中重点语义特征，提高模型的特征提取性

能。微调 BERT 模型后所得模型 5的 F 值较模型 4提
高 2.95个百分点，验证了 BERT 模型的有效性。

本文针对 CNN 重要参数调节对模型 5的影响进

行实验，取 5次实验的平均值作为最终值，实验结果

如图 5所示。可以看出，在其他参数相同的情况下，

CNN 的卷积核窗口大小为 5时模型 5的 F 值最高，卷

积核数量为 32时模型 5的 F 值趋于稳定。由上述结

果可知：CNN 卷积核窗口设置过大不利于提取句子

局部特征，而卷积核窗口设置过小又无法充分提取

句子局部特征，所提取特征缺少上下文语义信息；若

卷积核数量越多，则 CNN 提取的特征平面信息越丰

富，当卷积核数量为 128时计算量较大，此时模型 5
的 F 值仅较卷积核数量为 32时高出 0.1个百分点。

表 3 本文模型超参数设置

Table 3 Hyperparameter setting of the proposed model

参数

学习率

迭代次数

批大小

Dropout

GRU 层数

GRU 隐藏单元数

BERT embedding 维度

序列长度

CNN 内核尺寸

CNN 过滤器个数

CNN 激活函数

参数设置

0.001
80
32
0.5
2
128
768
200
5
32

ReLU

表 2 CEC语料集具体数量信息

Table 2 Specific quantity information of CEC corpus

类别

文本

事件

原因事件

结果事件

地震

124
2 004
204
442

火灾

150
2 432
128
166

交通 事故

170
3 604
438
614

恐怖袭击

98
1 646
176
254

食物中毒

122
2 222
184
176

总数

664
11 908
1 130
1 652

表 4 不同模型的评价指标结果

Table 4 Evaluation index results of different models %

序号

1
2
3
4
5

模型

S-BiGRU-CRF-BERT

S-CNN-BiGRU-CRF-BERT

D-BiGRU-CRF-BERT

D-CNN-BiGRU-CRF-w2v

D-CNN-BiGRU-CRF-BERT

准确率

83.58
84.52
87.83
88.09
90.16

召回率

81.73
88.15
85.77
89.65
93.53

F 值

82.64
86.30
86.79
88.86
91.81

图 5 CNN参数设置对模型 5的 F值影响

Fig.5 Influence of CNN parameter setting on F value of

the model 5
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3. 3. 2 不同方法的对比

将本文方法分别与基于双向 BiLSTM 网络的维

语事件因果关系抽取方法［9］（BiLSTM-Att-规则特征

方法）、基于注意力机制的 BiLSTM 网络模型突发事

件演化关系抽取方法［10］（BiLSTM-Att-演化模型方

法）以 及 融 合 对 抗 学 习 的 因 果 关 系 抽 取 方 法［21］

（GAN-BiGRU-CRF 方法）等先进的因果关系抽取方

法进行对比分析，实验结果如表 5所示。可以看出，

本文方法的召回率较其他方法更高，这是因为本文

更注重丰富与突出重点因果关系语义特征。本文方

法的 F 值高于其他 3种方法，其原因为：1）本文采用

的双层模型比其他方法采用的单层模型更适用于因

果关系抽取任务，能充分挖掘出语义特征细节信息；

2）本文方法采用的残差特征加权融合方式突出了因

果关系的语义角色特征与关系边界特征，使模型更

易训练和学习；3）相较其他方法的文本表示模型，本

文引入的 BERT 模型具有更强大的文本表示能力。

4 结束语

本文提出一种基于残差思想的双层模型因果关

系抽取方法。对复杂的事件因果关系抽取问题进行

分解，分别采用两个深度学习模型分步处理以增强

关系边界的识别。在模型内部结构中，利用 BERT

结构提取丰富的语义特征，再基于残差思想结合

CNN 与 BiGRU 模型将特征进行线性加权融合增强

语义表征能力。在中文突发事件语料集上的实验结

果表明，该方法的事件因果关系抽取效果较现有的

事件因果关系抽取方法更好，能有效解决关系抽取

覆盖面低与语义表征不足的问题。后续将进一步扩

充实验语料集，从多领域特征融合着手提升模型的

抽取效果。
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表 5 不同方法的评价指标结果

Table 5 Evaluation index results of

different methods %

方法

BiLSTM-Att-规则特征方法

BiLSTM-Att-演化模型方法

GAN-BiGRU-CRF 方法

本文方法

准确率

89.19
86.30
93.17
90.16

召回率

83.19
87.90
89.25
93.53

F 值

86.09
87.10
91.17
91.81
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