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基于轻量级卷积神经网络的人脸检测算法
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摘 要：针对人脸检测在移动端应用时面临的移动设备计算能力及存储资源受限等问题，设计一种基于轻量级卷

积神经网络的改进人脸检测算法 Lightweight-SSH。基于单点无头人脸检测器 (SSH)人脸检测算法，采用基于

MobileNet的轻量级卷积神经网络对样本数据进行特征提取，减少模型的参数量和计算量，通过在 SSH 网络的检测

模块中引入可变形卷积层，提升卷积神经网络对人脸形变的建模能力。在 Wider Face 数据集上的实验结果表明，

与常用人脸检测算法相比，Lightweight-SSH 算法在保证检测精度的前提下，明显降低模型复杂度，并提高了模型检

测速度。
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【Abstract】When deployed to mobile terminals，face detection applications are usually limited by the computing power

and storage resources of the devices.To address the problem，an improved face detection algorithm called Lightweight-

SSH using lightweight convolutional neural network is proposed. This face detection algorithm is designed based on the

Single Stage Headless Face Detector（SSH）algorithm，and employs MobileNet-based lightweight convolutional neural

network to extract the features of sample data，reducing the number of parameters and the amount of computation. A

deformable convolution layer is introduced into the detection module of the SSH network to improve the ability of the

convolutional neural network to model human face deformation. Experimental results on the Wider Face dataset show

that，compared with commonly used face detection algorithms，the Lightweight-SSH algorithm significantly reduces

model complexity and improves model detection speed while ensuring detection accuracy.

【Key words】face detection；deformable convolution；MobileNet；Single Stage Headless Face Detector（SSH）；Lightweight-

SSH algorithm
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0 概述

人脸检测算法是计算机视觉信息处理的经典问

题，经过多年的研究已经比较成熟，但随着移动设备

的快速普及，人脸检测算法需要应用在手持设备、车

载设备等移动终端上。然而，这些终端设备在计算

能力、存储能力等方面相对服务器和个人计算机设

备局限性很强。为使基于深度网络的人脸检测算法

能够较好地运行在移动终端设备上，基于轻量级卷

积神经网络的算法得到人们越来越多的关注。

国内外学者已经对人脸检测算法进行了深入研

究，提出了诸多经典方法。文献［1］提出用于人脸检

测任务的多任务神经网络模型，其主要采用 3个级

联网络，运用候选框加分类器的思想进行快速高效

的人脸检测；文献［2］提出的 Faster RCNN 将特征抽

取、候选框提取、边界框回归、分类整合在一个网络
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中，使得综合性能有较大提高；文献［3］提出的 SSD

是一种基于单步候选区回归的目标检测算法。

在 2012年举行的 ImageNet 大赛中，文献［4］将

卷积神经网络 AlexNet 应用在图像分类中并取得冠

军，之后，基于深度学习的检测方法得到快速发展；

文献［5］提出的 GoogLeNet网络通过增大网络规模，

包括深度和宽度，提高网络性能；2014年，文献［6］提

出的 VGG 主要采用小尺寸的卷积核，被广泛应用于

视觉领域的各类任务中；文献［7］提出的 ResNet网络

将网络的层数推广到了前所未有的规模。这些卷积

网络主要是通过加深网络层数提高模型准确率，但

增加了网络的整体复杂度，使得网络难以优化，容易

过拟合。同时，现有的多数深度学习模型常会有较

大的参数量，可以达到数百甚至上千兆，而移动端的

计算能力、存储资源较弱，很难将较大的深度学习模

型部署在移动端上。因此，研究一种轻量级人脸检

测技术具有很好的工程应用价值和研究意义。2016年，

文献［8］提出 Inception V3，该方法将 1个二维卷积拆

分为 2个相对较小的卷积，如将 7×7卷积拆分成 1×7
和 7×1卷积，从而可以降低参数量；同年，文献［9］提

出的 SqueezeNet是采用 1×1卷积核代替 3×3卷积核，

有效减少了输出特征图的通道数。文献［10］提出轻

量级卷积网络 MobileNet，在尽量保证检测精度相当

的基础上，减少该网络的参数量和计算量。

传统的卷积神经网络在采样过程中由于采用方

块型的卷积核，其几何变换建模的能力受到限制，模

型的检测性能受到影响。本文将文献［11］中可变形

卷积层应用到卷积神经网络中，提出一种基于轻量

级卷积神经网络的改进人脸检测算法 Lightweight-

SSH。采用 MobileNet 轻量级卷积神经网络对样本

数据进行特征提取，并通过改进后的单点无头人脸

检测器（Single Stage Headless Face Detector，SSH）［12］

对样本数据中的人脸进行检测。

1 相关工作

基于深度学习的人脸检测算法主要由卷积神

经网络特征提取器和目标检测器 2个部分组成，如

图 1所示。卷积神经网络特征提取器对加载后的数

据集进行特征提取，得到特征图后采用目标检测器

对其进行分类和回归［13］。本文主要从上述 2个方面

对 SSH 检 测 算 法 进 行 分 析 并 改 进 ：1）采 用

MobileNet 轻量级卷积神经网络代替 VGG-16网络

来提取特征，有效降低模型复杂度；2）在 SSH 检测

算法的检测模块部分加入可变形卷积的方法，有效

提升模型对提取到的特征的处理能力，提高模型检

测准确率。

1.1 SSH人脸检测算法

检测小尺寸人脸仍然是一项具有挑战性的任

务，在通常情况下检测性能较好的人脸检测器常常

速度较慢，参数量较大。文献［11］等提出的 SSH 检

测器是单阶段检测，与两阶段最大的不同是直接同

时进行分类和 anchor 的回归；SSH 骨干网络采用的

是去掉 3个全连接层的 VGG-16网络，这些属性使

SSH 快速且轻量级。但需要注意的是，SSH 网络的

检测速度较快是相对的，且依赖于 GPU，VGG-16网
络含有的参数量太大。另外，与其他常用的检测算

法不同的是，SSH 网络不是依靠输入图像金字塔来

检测具有不同尺寸人脸的图像，而是在不同特征层

上进行检测来保持尺度的不变。SSH 的目的是设计

一个减少推理时间、占用内存低和尺度不变性的网

络结构，并可以有效地合并上下文，增加感受野，同

时对卷积层提取的信息进行分类定位。

1.2 MobileNet轻量级网络

MobileNet 的核心是使用一种深度可分离卷积

作为其基本单元来代替原来的标准卷积，经过这样

的操作可以达到近似传统卷积的效果，同时可以显

著降低网络的参数量和计算量，减少卷积核的冗余

表达。在 MobileNet的网络结构中，所有层后都加上

BN 和非线性激活函数 ReLU，除最后的连接层没有

非线性激活函数，其直接将结果传送到 softmax 层中

进行分类。

SSH 算法采用 VGG-16网络对样本进行特征提

取，即包含 16个卷积层和全连接层。采用 VGG-16
简化网络结构参数量较大，在 ImageNet数据集上，共

包含了 1.38亿个参数，导致模型特征参数量太大，影

响检测速度。针对这一现象，本文采用 MobileNet神

经网络作为基础网络对样本数据进行特征提取，有

效降低模型复杂度。

1.3 可变形卷积层

可变形卷积与可变形部件模型［14］（Deformable

Part Model，DPM ）不同，传统卷积层采用规则形状

的卷积核，一般采用方块形的卷积核对样本进行采

样，若采用二维网格图表示，则如图 2（a）所示，几何

变换能力受到限制。而可变形卷积针对这一限制，

在原有卷积核上加入一个偏移的向量，如图 2（b）~

图 2（d）所示，该偏移量是通过网络结构的一个平行

标准卷积单元计算得到，进而可以通过梯度反向传

播进行端到端的学习［14］。加上偏移量的学习后，可

以根据当前需要检测的图像内容进行动态调整卷积

核的大小和位置，其直观效果就是不同位置的卷积

图 1 人脸检测算法系统结构

Fig.1 System structure of face detection algorithm
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核采样点位置会根据图像内容发生变化从而适应不

同物体的形状、大小等几何形变。增强模型对于非

刚性物体变换的建模能力，并提高对物体的检测

效果。

图 3所示为可变形卷积网络结构。偏移量通过一

个卷积层学习得到，该卷积层的卷积核与普通卷积核

一样，输出的偏移尺寸和输入的特征图尺寸一致。偏

置区域是变形卷积外加的待训练参数，大小和输入层

图片一致，卷积窗口在偏置区域上滑动呈现卷积像素

偏移的效果。传统卷积网络少了图3中虚线框的部分。

2 Lightweight-SSH人脸检测算法

人脸检测算法 SSH 最大的特色就是尺度不相关

性。MTCNN［1］网络在预测时，主要是通过多次输入

不同尺寸大小的图片并对其进行预测再通过非极大

值抑制（NMS）；而 SSH 只需要 1遍传播就可以完成

预测。SSH 的实现途径主要就是对 VGG 不同的卷

积输出层做了 3个分支（M1，M2，M3），每个分支都

是用类似的流程预测检测和分类结果。SSH 的速度

较快、占用内存低的特性是相对的，并不能很好地应

用在移动端上。本文主要从 2个方面对 SSH 进行改

进并设计 Lightweight-SSH 网络结构，该模型结构如

图 4所示。

2.1 MobileNet网络结构的改进

传统卷积神经网络虽然有良好的特征提取能

力，但是模型复杂度较高、计算量较大，无法很好地

适 用 于 硬 件 性 能 有 限 的 设 备［13］。 SSH 算 法 采 用

VGG-16对样本数据进行特征提取，但 VGG-16的参

数量较大，影响检测速度。在 ImageNet 数据集上，

VGG-16包含 1.38亿个参数，1.0MobileNet-224包含

4.2×106个参数，而两者准确率相当。采用 MobileNet

轻量级网络替代 VGG-16来对样本数据进行特征提

取，可以在保证检测精度相当的同时显著降低模型

的计算复杂度。

2. 1. 1 深度可分离卷积与通道缩减

MobileNet 的核心是使用深度可分离卷积作为

其基本单元来代替原来的标准卷积［15-16］。图 5所示

为标准卷积、深度卷积和 1×1逐点卷积示例，使用深

度卷积核与逐点卷积核代替标准卷积核，可以达到

与标准卷积相同的卷积效果。假定输入特征图 F 大

小是 DF ´DF ´M，而输出特征图 G大小是 DF ´DF ´N，

图 2 卷积核采样点的位置分布

Fig.2 Location distribution of convolution kernel

sampling points

图 3 可变形卷积网络结构

Fig.3 Structure of deformable convolutional network

图 4 Lightweight-SSH模型结构

Fig.4 Structure of Lightweight-SSH model
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假定输入、输出特征图的宽高相同皆为 DF，M、N 分

别表示输入、输出的通道数。设定 DK ´ DK 为卷积层

中卷积核 K 的大小［17］。

对于标准卷积而言，假设卷积核的步长为 1，其
卷积过程如式（1）所示，经过相应计算可以得到输出

特征图：

Gkln =∑
ijm

Kijmn ´ Fk + i - 1l + j - 1m （1）

计算量为：DK ´ DK ´ M ´ N ´ DF ´ DF。

对于深度可分离卷积而言，深度卷积操作如

式（2）所示：

Gklm =∑
ij

K ijm ´ Fk + i - 1l + j - 1m （2）

其中：K 的尺寸为 DK ´ DK ´ M，计算量为 DK ´ DK ´
M ´ DF ´ DF；1×1的逐点卷积的计算量大小为 M ´
N ´ DF ´ DF。总的计算量为两者相加，即 DK ´ DK ´
M ´ DF ´ DF + M ´N ´ DF ´ DF。

通过式（3）可以得到将标准卷积操作分解为

2个步骤后减少的计算量，即两者计算总量的比值：
DK ´DK ´M ´DF ´DF +M ´N ´DF ´DF

DK ´DK ´M ´N ´DF ´DF

=
1

N
+

1

D 2
K

（3）

MobileNet 主要使用尺寸大小为 3×3的深度可

分离卷积，即 DK=3，通过式（3）的结果可以看出，采

用该操作可以将计算量减少 8~9倍，提高了计算的

效率。

引入宽度因子 α可以控制模型大小，缩减通道，

降低模型参数量，如式（4）所示：
D *

K DK´αM ´DF´DF +αM ´αN ´DF´DF

DK´DK´M ´N ´DF´DF

=
α

N
+
α

D 2
K

（4）

令 α=0.25，引入宽度因子 α后，计算量约降为原

来的 1/16。

2. 1. 2 多级特征融合

在卷积神经网络提取图像特征的过程中，网络

层数越深，特征图包含的语义信息越多，更有利于检

测大尺寸人脸；网络层数越低，特征图包含的空间信

息越多，更有利于检测小尺寸人脸。Lightweight-SSH

是以 MobileNet作为特征提取的骨干网络，为更好地

检测不同尺寸的人脸，利用 SSH 算法的尺度不变性，

即通过不同的检测层对不同尺寸的人脸进行分类和

预测检测，在该网络的不同卷积输出层做 3个分支

（M1、M2、M3），分别对小、中、大尺寸的人脸进行检

测。如图 4所示，首先采用自底向上的线路选取

Conv3、Conv4、Conv5 3个层的特征图作为检测层，

记为 C1、C2、C3，然后使用自顶向下和横向连接分别

计算 3个层的输出。自底向上即为网络的前向过

程，在此过程中，经过特定卷积层后特征图的大小会

改变，而经过其他一些层时不会改变，将同等特征图

大小的层归为一个阶段，每次抽取每个阶段的最后

一层输出。自顶向下的过程进行上采样从而使其结

果和自底向上生成的特征图大小相同，而横向连接

则是将两者进行融合，采用 1×1卷积层输入进行降

维，从而可以降低本模型的大小。为消除上采样的

混叠效应，在融合之后通过 3×3的卷积核对上一步

的融合结果进行卷积。将计算得到的输出特征图分

别送入检测模块 M1、M2、M3。
2.2 Lightweight-SSH算法检测

在 Lightweight-SSH 算法中主要采用检测模块

（M1、M2、M3）对特征提取部分得到的特征图进行处

理，检测模块结构如图 6所示，2个 1×1卷积核分别对

应输出分类和回归结果，该模块中包含 1个简单的

上下文模块来增加感受野的有效性。

在卷积神经网络中，感受野是指卷积神经网络

中每一层输出特征图上的单个像素点所对应的输入

图像的映射区域大小［18］。而 SSH 检测算法中的上下

文模块主要用来增大感受野，提高准确率，即通过使

用串联的卷积层代替较大尺寸的卷积层从而增加卷

积层的感受野同时可以减少参数量，并将 2个 3×3卷
积层和 3个 3×3卷积层并联的结构作为检测模块的

目标尺寸。在此基础上，将原来 SSH 结构的上下文

模块中的 3×3卷积层替换为可变形卷积层，即可以

图 5 标准卷积与深度可分离卷积

Fig.5 Standard convolution and depth

separate convolution

图 6 检测模块结构

Fig.6 Structure of detection module
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针对不同形状的物体采用不同的几何形状进行采

样，提高了对不规则物体的形变建模能力。

可变形卷积核相较于传统卷积核，其主要是引

入一个偏移量{Dpn |n = 12N}，其中，N = |R|。每一

个位置 p0 的输出结果为：

y( p0 )=∑
pn

w( pn )x( p0 + pn + Dpn） （5）

其中：pn 表示在卷积窗口中任意一个像素点；w( pn )

表示像素点 pn 的权重；x 表示输入层像素点的集合；

Dpn 表示像素点 pn 的偏移量。

具体的上下文模块结构如图 7所示，DCN 表示

可变形卷积层。采用传统卷积层的模型主要是由数

据本身所具有的多样性来提高对物体几何形变的适

应能力，即该模型不能很好地适应目标物体的形变，

从而不能较好地对样本进行采样。而可变形卷积层

通过一个平行的标准卷积单元计算得到偏移量后，

可以根据当前需要检测的目标物体进行动态调整卷

积核的大小和位置，其直观效果即卷积核采样点位

置会根据目标物体发生自适应变化，从而适应不同

物体的形状、大小等变化。

通过对 SSH 检测算法进行改进，本文提出的

Lightweight-SSH 检测模型在检测速度、检测精度、模

型大小等性能上都有所提升，从而可以更好地应用

在人脸检测的移动端设备。

2.3 检测模型目标函数

对于任何训练的锚点框 i，通过训练最小化多任

务损失函数，其包含分类任务和边框回归任务，如

式（6）所示：

L = L cls ( pi p
*
i )+ p*

i L box (ti t
*
i ) （6）

其中：L cls ( pi p
*
i )为人脸分类的损失函数；pi 是预测锚

点 i为人脸的概率；p*
i 为 1表示正锚点，为 0表示负锚

点 ；Lbox (ti t
*
i ) 为 人 脸 框 的 回 归 损 失 函 数 ，ti =

{ }tx ty tw th 和 t *i = { }t *x t
*
y t

*
w t

*
h 分别表示正锚点的预

测框和真实框的坐标。

人脸分类的损失函数 L cls 是二分类的 softmax 损

失，具体表示如式（7）所示：

L cls ( pi p
*
i）= -loga pi （7）

人脸框的回归损失函数 Lbox 采用 L1 损失函数，

如式（8）所示：

Lbox (ti t
*
i )= ∑

iÎ{xywh}

smoothL1
(t *i - ti ) （8）

其中：

smoothL1
(x)= { 0.5x2 |x|< 1

|x|- 0.5其他
（9）

3 实验结果与分析

3.1 实验数据集

本文采用 Wider Face［19］数据集对人脸检测定位

任 务 和 人 脸 分 类 任 务 进 行 训 练 ，该 数 据 集 共 有

32 203张人脸图片，并标记 393 703个具有高度变化

性的人脸 ，其中包含遮挡、化妆、角度、不同尺度、姿

势等情况下变化的图片，如图 8所示。在本文实验

中，将该数据集的人脸图片随机划分，40% 的数据作

为训练集，10% 的数据作为验证集，50% 的数据作为

测试集，分别包含约 12 881、3 220、16 102张人脸图

片。同时，训练集、验证集、测试集标注的人脸数量

分别约为 84 600、18 500、290 600个。

3.2 评价指标

本文实验结果评价指标采用精确率（P）与召回

率（R）。

精确率是针对预测结果而言，表示被正确预测

的人脸数量占样本中所有预测为人脸的比例。精确

率计算公式如下：

P =
TTP

TTP + FFP

（10）

其中：TP 表示被正确预测的人脸数量；FP 表示被错

误预测为人脸的数量。

召回率是针对原本的样本而言，表示样本中被

正确预测的人脸数量占样本中总人脸数的比例。召

回率计算公式如下：

R =
TTP

TTP + FFN

（11）

其中：FN 表示人脸被错误预测为背景的数量。

3.3 实验设置

交并比（IoU）一般指目标预测框和真实框的交

集和并集的比例。在训练过程中，通过设置 IoU 的

阈值划分正负样本。在训练时，当设置 IoU 大于阈

图 8 Wider Face中不同尺寸、姿势、遮挡、化妆等

情况下变换的示例

Fig.8 Examples of transformtions in Wider Face

different Scale，Pose，Occlusion，Makeup，etc.

图 7 改进的上下文模块结构

Fig.7 Improved context module structure
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值 0.5时，锚点框匹配到正样本中；当 IoU 小于 0.3
时，则匹配到负样本中；未匹配的锚点框在训练中被

忽略。锚点框总数约为 102 300个，而由于大多数锚

点框（约大于 99%，约有 101 277个）被匹配为负样

本，本文采用标准的困难样本挖掘（OHEM）来缓解

正、负训练样本之间的显著不平衡。根据损失值对

负锚框进行排序，并选择损失最大的 anchors，这样

负样本和正样本之间的比例至少为 3∶1，最终被忽略

掉的锚点框约为 98 208个。

对于 Wider Face 数据集的测试，采用 Box voting

即边框投票机制，并设置 IoU 阈值为 0.4。在检测模

型检测目标对象时，每个目标附近会产生多个边界

框，将这些边界框的得分进行排序，选中最高分及其

对应的框；遍历其余边界框，选取和当前最高分边界

框的重叠面积大于设定的阈值（0.4）的边界框；最后

取这些边界框的加权平均值作为最终预测的边界框

位置，即为预测的人脸框位置。

实验采用分段训练的策略，在模型训练过程

中，按照设定的训练节点调整学习率的大小，减少

模型训练过程中的损失。其中，初始学习率设置

为 0.001，在 5个轮次后上升为 0.01，之后在第 55个
和第 68个轮次时，学习率分别除以 10。学习率的

设置采用了 warm up 预热学习率的方式，由于在刚

开始训练时，模型的权重是随机初始化的，此时若

选择一个较大的学习率，可能带来模型的不稳定，

选择 warm up 的方式，可以使得开始训练的 5个批

次内学习率较小，在预热的小学习率下，模型可以

趋于稳定，等模型相对稳定后可以再选择预先设

置的学习率（如 0.01）进行训练，使得模型收敛速度

变得更快，模型效果更佳。动量参数设置为 0.9，每
个训练批次随机读取 32张图片。在训练过程中采

用的是随机梯度下降（SGD）算法优化整个网络

模型。

预训练模型采用的是 Gluon Model Zoo 的标准

版 MobileNet0.25 预训练模型。本文的所有实验都

是在 Ubuntu 16.04.5 LTS 系统下利用 MXNet 框架完

成的，系统的硬件环境为 TITAN XP 处理器。

3.4 实验结果

为 进 一 步 验 证 模 型 的 性 能 ，将 本 文 算 法

Lightweight-SSH 与近年来的主流算法 SSH、多任务

级联卷积神经网络（Multitask Cascade Convolutional

Neural Network，MTCNN）和多任务深度卷积网络

（Multi-Scale Deep Convolutional Neural Network，

MSCNN［20］）在相同的实验环境和相同的数据集上进

行对比，在 Wider Face 人脸验证集的 Easy、Medium、

Hard 3个子集上得到的 P-R 曲线如图 9所示。其中

3个子集根据边缘框的检测情况划分为简单、中等、

困难 3个难度等级。

从 图 9 可 以 看 出 ，Lightweight-SSH 算 法 较

MSCNN、MTCNN 算法在检测精度上占有优势；而

该算法在 3个子集上与 SSH 算法的性能相当，但

Lightweight-SSH 算法能更好地部署在移动端。在

Hard 子集上能够达到 0.82的检测精度，表明该算法

检测小尺寸人脸具有良好的效果。

将 Lightweight-SSH 算法与当前常用的人脸检

测算法在 Wider Face 上进行性能比较。具体的比较

结果如表 1所示，其中粗体为最优值。

图 9 Wider Face人脸验证集测试结果

Fig.9 Test results of the Wider Face verification set
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从表 1可以看出，相比 MSCNN、MTCNN 人脸检

测算法，Lightweight-SSH 人脸检测算法在检测精度、

浮点运算数、模型大小、检测时间各个性能中都有大

幅优化，占有明显优势。同时，将 SSH 算法中的骨架

网络 VGG16网络替换为 MobileNet 网络后，检测精

度稍有差距，但浮点运算数约降为原来算法的 1/15，
大大减小了模型大小，并提高了单幅图片检测速度。

Lightweight-SSH 算法在 MobileNet-SSH 算法基础上

模型大小虽稍有增加，但提高了检测精度，且满足移

动设备的条件。

通过上述比较实验结果可知，采用 MobileNet轻

量级卷积网络作为基础网络来提取特征，有效降低

了模型参数量和计算量，减小了模型大小；将卷积神

经网络中的相应传统卷积层替换为可变形卷积层，有

效地提高了人脸检测的准确率，表明了 Lightweight-

SSH 算法的有效性。

3.5 检测效果

图 10所示为本文算法与 MSCNN、MTCNN 人脸

检测算法的检测结果对比，矩形框表示检测出的人

脸位置。由图 10（a）、图 10（b）、图 10（c）可见，在检

测密集的小人脸的情况下，Lightweight-SSH 算法在

检测小尺寸人脸上有较好的优势。

表 1 不同算法在 Wider Face数据集上的性能对比

Table 1 Performance comparison of different algorithms on Wider Face datasets

算法

MSCNN

MTCNN

VGG16-SSH

MobileNet-SSH

Lightweight-SSH

测试精度

0.802
0.598
0.845

0.817
0.825

浮点运算量/(Operations·s-1)

326.400
267.200
312.300

18.645

28.736

模型大小/MB

28.45
25.70
15.65

1.46

1.69

检测时间/ms

60
45
74
23

25

图 10 不同算法的检测结果对比

Fig.10 Comparison of different algorithms detection results

279

计
算

机
工

程

ww
w.
ec
ice

06
.co

m



计 算 机 工 程 2021年 7月 15日
4 结束语

针对移动端计算能力及存储资源受限的问题，

本文提出一种基于轻量级卷积神经网络的改进人脸

检测算法 Lightweight-SSH，并从 2个方面对现有的
人脸检测算法 SSH 进行改进。使用 MobileNet 轻量
级卷积神经网络代替 VGG-16作为基础网络对样本
数据进行特征提取，降低了模型的参数量和计算量，
减少了内存占用性能。通过在 SSH 网络的检测模块

中引入可变形卷积层，即可对不同形状的物体采用

不同的几何形状进行采样，提升了卷积神经网络的

形变建模能力，从而提高非约束环境下的人脸检测

性能。实验结果表明，本文算法在保证准确性的前

提下，能够提高模型处理速度，降低模型复杂程度，

有效提升基于移动端的人脸检测算法性能。下一步

将针对移动端的人脸检测率低于 PC 端的问题，在保

证模型检测的时间性能基础上优化网络结构，从而

更好地进行人脸检测。
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