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摘 要：为获得更具判别性的视觉特征并提升情感分类效果，构建融合双注意力多层特征的视觉情感分析模型。

通过卷积神经网络提取图像多通道的多层次特征，根据空间注意力机制对多通道的低层特征赋予空间注意力权

重，利用通道注意力机制对多通道的高层特征赋予通道注意力权重，分别强化不同层次的特征表示，将强化后的高

层特征和低层特征进行融合，形成用于训练情感分类器的判别性特征。在 3个真实数据集 Twitter Ⅰ、Twitter Ⅱ和

EmotionROI上进行对比实验，结果表明，该模型的分类准确率分别达到 79.83%、78.25% 和 49.34%，有效提升了社交

媒体视觉情感分析的效果。
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【Abstract】In order to obtain more discriminative image features and improve the accuracy of sentiment classification，

a visual sentiment analysis model based on multi-level feature fusion of dual attention is proposed. Firstly，the model

extracts multi-channel and multi-level features of images with Convolution Neural Network（CNN）. Secondly，the

extracted low-level features are given spatial attention weight with spatial attention mechanism，and the extracted high-

level features are given channel attention weight with channel attention mechanism to saparately enhance the low and

high level features. And finally，the enhaned high-level features and low-level features are fused to form discriminant

features for training sentiment classifiers.Experiments on three real datasets TwitterⅠ，TwitterⅡ and EmotionROI showed

that the classification accuracy of the method reached 79.83%，78.25% and 49.34%，which improved the effect of social

media visual sentiment analysis.
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0 概述

随着移动终端技术的发展和可拍照设备的普及，

越来越多的社交用户每天通过社交媒体创建和分享海

量的视觉内容，这些用户生成的视觉内容的情感分析

被广泛地应用于推荐、广告、舆情监控等领域。由于图
像的低级视觉特征和高级情感语义之间存在难以逾越

的“情感鸿沟”以及情感本身的复杂性和主观性，使得

针对视觉内容的情感分析任务极具挑战性［1］。已有研

究结果表明，图像情感与图像的不同层次的视觉特征

相关，例如颜色等低层特征可以直接地刺激观看者从

而产生情感，图像中的物体对象等高层特征同样可以

传递情感。近年来，深度学习特别是卷积神经网络
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（Convolutional Neural Network，CNN）在视觉识别领域

展现出优异性能［2］，基于深度学习的视觉情感分析方

法也已经取得了较好的效果［3-4］，但在克服“情感鸿沟”

方面仍有提升空间。

现有的基于深度学习的视觉情感分析模型往往

只利用网络的最后一层输出的语义向量作为特征进

而训练分类器进行情感分类，忽略了 CNN 浅层所提

取的有用信息。同时，由于情感的复杂性，图像之间

情感差异往往由细微的局部特征所体现，因此需要

在大量的局部特征中提取更具判别性的特征，现有

的深度网络的特征提取能力仍需进一步增强。

针对以上问题，本文构建基于双注意力多层特

征融合的网络模型 DA-MLCNN。该模型通过设计

一个多层全卷积网络提取多层次的图像特征，并引

入空间注意力机制和通道注意力机制对不同层次的

特征进行强化，最终融合多层注意力特征从而得到

图像更具判别性的视觉特征以提升情感分类效果。

1 相关工作

视觉情感分析方法从特征提取的角度主要分为

基于手工设计特征的方法和基于深度学习的方法。

基于手工设计特征的视觉情感分析方法通过利用人

工构造图像特征来进行图像的情感分类。早期的视

觉情感分析研究主要通过统计学方法提取图像的颜

色、纹理等低层特征［5］。文献［6］提取了图像的全局

颜色直方图（Global Color Histogram，GCH）、局部颜

色直方图（Local Color Histogram，LCH）等特征进行

情感分析，证明了浅层视觉特征和情感之间存在着

很大的相关性。受艺术原则和美学心理的启发，一

些工作也围绕构图、平衡等艺术特征构建图像的情

感表示［7］。随着研究的深入，语义内容等高层特征

也被应用于视觉情感分析［8］。由于浅层信息难以弥

合图像像素和情感语义之间的鸿沟，因此部分研究

人员提出了构建情感预测的中间语义表示，如文

献［9］提出了基于 102个以预定义场景属性作为中

层表示的图像情感分析算法 Sentribute，文献［10］设

计了基于 1 200个形容词 -名词对（ANP）的大规模视

觉情感本体库，并训练情感探测器 SentiBank 来提取

图像的中层表示。

随着社交媒体中图像数据的剧增，基于手工设

计并提取特征的方法在面对大规模数据时具有很大

的局限性［11］。卷积神经网络能够自动地从大规模数

据中学习深度特征，因此研究人员开始将卷积神经

网络应用于视觉情感分析任务。如文献［12］对在

ImageNet上预训练的卷积神经网络进行微调后用于

图像的情感分类，表明 CNN 模型优于以往基于手工

特征的方法。文献［13］将 CNN 模型与支持向量机

（SVM）相结合，在大规模的网络图像数据集上预测

图像情感。文献［14］通过自适应增强算法组合多个

BP 神经网络弱分类器的输出，构建图像情感强分类

器，提高了图像情感语义分类的效率。与改善图像

全局表示的方法不同，部分研究致力于利用图像的

区域信息或其他模态信息来改进情感分类准确率。

如文献［15］利用 CNN 框架自动地发现图像中的情

感区域，进而利用局部区域信息进行图像情感识别。

文献［16］提出一种基于层次化深度关联融合网络同

时学习图像视觉特征表示和文本语义表示，通过捕

获视觉特征和文本情感特征之间的内部关联，从而

更准确地实现图文融合社交媒体的情感预测。文

献［17］提出一种多层次深度卷积神经网络框架，通

过结合包括显著主体、颜色和局部特征在内的先验

信息，从多个层次学习图像的情感表达。

注意力机制是深度学习用于模拟人类感知注意

力的重要方法。为提高视觉任务的效果，视觉注意

力在计算机视觉领域得到了广泛研究应用。如文

献［18］引入了一种通道注意力机制，用于自适应地

重新校准通道特征响应以进行图像分类。文献［19］
在多层 CNN 结构上同时引入空间注意力和通道注

意力用于图像字幕生成。已有部分研究将视觉注意

力应用到图像情感分析任务中。如文献［20］首先以

视觉属性探测器探测出图片的视觉属性，然后通过

注意力模型关注图像中该视觉属性的响应区域进行

情感识别。文献［21］将视觉注意力融入到卷积神经

网络图像情感分类框架中，并利用图像的显著性映

射指导空间注意力的生成以获得鲁棒的图像特征进

行情感分类。

与已有研究不同，本文不仅考虑到图像情感在

空间上的强弱差异以及不同通道特征之间的语义差

异，通过空间注意力和通道注意力增强特征的表达，

融合深度模型抽取的多层特征以充分利用不同层次

特征的互补性，以期达到更好的情感分类效果。

2 方法描述

本文提出的基于双注意力多层特征融合的视觉

情感分析模型 DA-MLCNN 整体结构如图 1所示，主

要包含多层 CNN 特征提取、双注意力机制、注意力

特征融合的情感分类 3个部分，分别表示如图 1中
（a）、（b）、（c）3个部分。
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为获得更具判别性的图像特征，首先将图像输

入到具有多分支结构的 MLCNN 模型，提取图像的

不同层次的特征，即 CNN 浅层提取到的低层特征 f l

和深层提取到的高层特征 f h；然后将低层特征输入

空间注意力模块，将高层特征输入通道注意力模块，

以关注图像中更能凸显情感的区域以及选择关注更

重要的通道特征；最后融合空间注意力模块输出的

结果 f ͂ l 和通道注意力模块的输出结果 f ͂ h，形成具有

判别性的特征表示用于训练情感分类器。

2.1 多层 CNN特征提取

近年来通过对CNN可视化研究表明，CNN不同层

提取的图像信息具有不同性质。具体而言，浅层提取

到的信息更倾向于反映图像的空间信息等低层特征，

而深层提取到的信息则更倾向于反映图像的语义内容

等高层特征［22］。考虑到图像情感与图像的不同层次的

特征相关，本文将利用不同层特征的互补性来提升情

感分析性能，为此，设计一种多层全卷积网络结构

MLCNN 用来提取多层次的图像特征。与大部分视觉

任务工作类似，本文采用近年来在计算机视觉领域应

用广泛的卷积神经网络模型 VGGNet-16［2］作为多层特

征抽取网络MLCNN的基础。如图2所示，在VGGNet-16
基础上，将网络各层输出的特征通过不同的采样方法，

使其转化为相同尺寸，如将卷积层 Conv1_2、Conv2_2
的输出通过下采样，将 Conv4_3、Conv5_3的输出通过

上采样的方法，均调整为与 Conv3_3相同尺寸，再将各

层分别进行一次 3×3卷积核的卷积操作后进行融合。

其中，卷积层 Conv1_2、Conv2_2的输出经过以上操作

融合后的输出得到包含较多空间信息的低层特征

f l Î W ´ H ´ C，卷积层 Conv3_3、Conv4_3、Conv5_3的输

出经过以上操作融合后的输出得到包含较多语义信息

的高层特征 f h Î W ´ H ´ C，其中，W 和 H 表示特征图的宽

和高，C 表示特征的通道数。

2.2 双注意力机制

人类的视觉注意力可以突出整体特征中更重要

的部分，以加强人类视觉识别的能力。注意力机制

对视觉情感分析也至关重要，在视觉情感分析任务

中，如果能发掘出图像中信息量最大的区域以及更

重要的通道特征，将可能提升情感分类的效果。

DA-MLCNN 方法中的双注意力机制包括空间注意

力和通道注意力 2个部分。高层特征主要包含图像

高层次的抽象语义，因此对高层特征使用通道注意

力加强情感语义信息更丰富的特征，以此进行特征

的重新标定。低层特征主要包含图像的空间信息，

因此对低层特征使用空间注意力，以更加关注图像

的情感区域。

2. 2. 1 空间注意力机制

仅利用全局图像特征向量来进行图像情感分

类，结果可能不是最优的。图像中的局部区域对于

图像整体的情感表达至关重要，例如图像中包含鲜

花和笑脸的区域。引入空间注意力机制，通过训练

方式定位出图像中凸显情感的局部区域并对其赋予

更高的权重，以加强图像空间域上的特征表示。空

间注意力模块结构如图 3所示。

图 1 DA-MLCNN模型框架

Fig.1 Framework of DA-MLCNN model

图 2 多层 CNN特征提取结构

Fig.2 Structure of multi-level CNN features extraction
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首先将低层特征 f l 经过 1个卷积核尺寸为 1×1
的卷积层进行降维，然后通过 tanh 激活函数得到尺

寸大小为 W ´ H 的特征映射 M，再将 M 经过卷积层

和 sigmoid 激活函数生成空间注意力权重 sa，计算公

式为：

M = tanh (Conv1 f l ) （1）

sa = sigmoid(Conv2 M ) （2）

其中，Conv1、Conv2 表示卷积操作。最终加权后的特

征输出为：

f ͂ l = sa⊗ f l （3）

其中：⊗表示元素相乘。

2. 2. 2 通道注意力机制

CNN 提取的特征是多通道的，每个通道的特征

表示该图片特征在相应卷积核上的分量，不同通道

的特征所提取到的信息是不同的［19］，因此不同通道

的特征对于情感分类的重要性是不同的。现有基于

深度学习的视觉情感分析方法平等地对待每个通道

特征，这在很大程度上限制了情感分类的性能。通

道注意力机制关注重要的通道特征，过滤无关的通

道特征，可以看做一个对特征进行重新标定的过程。

本文引入了通道注意力机制，对情感有高响应的通

道特征分配更大的权重以加强特征表示。通道注意

力模块结构如图 4所示。

对 于 高 层 特 征 f h，可 以 进 一 步 表 示 为 f h =

[ f h
1 f

h
2 f h

C ]，其中 f h
i 表示第 i 个通道的特征图。首

先对每个通道特征 f h
i 进行全局平均池化（Global

Average Pooling，GAP）操作以聚合每个特征通道的

信息，从而将高层特征 f h 压缩为 C 维特征向量 v，其

第 i个元素的值为：

vi =
1

W ´ H∑m = 1

H∑
n = 1

W

f h
i (mn) （4）

其中：f h
i (mn)表示第 i 个通道的特征图上位置 (mn)

的值。为了生成通道注意力权重，先将 v通过全连接

层和 ReLU 激活层得到 v͂，其维度变为 C r，r 为全连

接层神经元数量，再通过全连接层调整维度为 C，最

后通过 sigmoid 函数为每个通道生成注意力权值 ca。

计算公式为：

v͂ = ReLU ( fc1 v) （5）

ca = sigmoid ( fc2 v͂) （6）

其中：fc1、fc2 表示相应的全连接层。最终加权后的特

征输出为：

f ͂ h = ca⊗ f h （7）

2.3 注意力特征融合的情感分类

为了获取判别性的视觉情感特征表示，将经过

注意力机制强化后的高低层次特征通过特征融合层

进行融合，如图 5所示。具体地，先对输入的低层特

征和高层特征分别进行 1×1卷积操作，得到尺寸一

致的特征映射 l 和 h。再对 l 和 h 进行拼接融合成判

别性特征。令表示融合后得到 f 的判别性特征：f =

lÅh，其中，Å表示特征张量的拼接操作。

对于融合注意力特征后得到的判别性特征 f，进

一步经过全连接层输出一维的语义向量 d。最终连

接一个 softmax 分类层输出所有情感类别对应的概

率 pi，其计算公式如下：

pi =
exp(di )

∑
i = 1

exp(di )
i = 12m （8）

其中：m 表示情感类别。采用交叉熵损失作为整个

模型的损失函数，定义如下：

L = -∑
i

y i loga pi （9）

其中：yi 表示图像的真实情感类别标签，可以通过随

机梯度下降（SGD）算法最小化损失函数 L，梯度可通

过式（10）计算：

¶L

¶di

=
¶L

¶pi

¶pi

¶di

= -
yi

pi

( pi (1- pi ))= pi - yi （10）

图 4 通道注意力机制

Fig.4 Channel attention mechanism

图 3 空间注意力机制

Fig.3 Spatial attention mechanism

图 5 多层特征融合过程

Fig.5 Process of multi-level features fusion
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2.4 模型训练流程

本文提出的DA-MLCNN模型的训练具体流程为：

1）通 过 在 ImageNet 数 据 集 上 进 行 预 训 练 的

VGGNet-16网络的权重参数初始化 DA-MLCNN 模

型，以加快其收敛速度。

2）从所有训练样本中采样，获取训练的 batch。

3）对于每个 batch的样本，通过模型的多层CNN特

征提取网络计算每张图像的低层特征 f l 和高层特征 f h。

4）计算经过空间注意力机制对低层特征强化得

到特征表示 f ͂ l，计算经过通道注意力机制对高层特

征强化得到特征表示 f ͂ h。

5）融合强化后的注意力特征 f ͂ l 和 f ͂ h，得到特征

映射 f。

6）将特征映射 f经过全连接层，生成语义向量 d。

7）通过 softmax 分类器预测图像情感，并根据损

失函数计算当前损失。

8）反向传播损失到每一层，并逐层更新该层对

应的参数。

3 实验与结果分析

3.1 数据集

对本文所提出的方法在 3个数据集 TwitterⅠ［4］、
TwitterⅡ［10］和 EmotionROI［23］上进行了评估，以证明

其有效性。实验中 3个数据集均采用随机划分的形

式划分为训练集 80%和测试集 20%。

Twitter Ⅰ是从社交软件 Twitter 上收集的 1 269张
情感图片，其中标签为积极的 769张，标签为消极的

500张。Twitter Ⅱ包含了从 Twitter 中收集的 603张
情 感 图 片 ，其 中 积 极 的 图 片 470 张 ，消 极 的 图 片

133张。EmotionROI 数据集是从社交网站 Flickr 收

集的 1 980张情感图像，一共包含 6类情感，即恐惧

（fear）、悲伤（sadness）、愤怒（anger）、厌恶（disgust）、

惊喜（surprise）、喜悦（joy）。

图 6给出 3个不同数据集的图片样本及其对应

情感标签的示例。

3.2 实验设置

实验的基础网络为 VGGNet-16，为了能够迁移

VGGNet-16的权重参数，该部分的设置与 VGGNet-

16模型保持一致，所有卷积层均采用大小为 3×3的
卷积核，步长均设置为 1，池化层采用 2×2的最大池

化，步长均设置为 2，并在 ImageNet 进行预训练。输

入图片为 224×224的 RGB 彩色图像，为了防止过拟

合，对每张图像样本进行 5个位置的裁剪并对其进

行随机水平翻转，从而对数据集进行扩充。对于每

次输入的 batch-size，分别设置为 4、8、16、32、64、128
并进行对比。采用随机梯度下降算法对网络进行优

化，学习率设为 0.001。模型采用 Dropout 策略和 L2
范式防止过拟合，权重衰减设为 0.000 5，Dropout 值

设 为 0.5。 实 验 开 发 环 境 为 Linux-Ubuntu14.04，
Python 2.7，Tensorflow 1.3.0，开发工具为 PyCharm。

模型的训练和测试均在 Tesla P100-PCIE GPU 工作

站上完成。

3.3 对比方法

为证明所提出方法的有效性，本文在相同的数

据集上对比了基于手工设计特征的方法和基于深度

学习的方法。

1）GCH。由文献［6］提出，融合由 64位二进制

RGB 直方图组成的全局颜色直方图特征 GCH 和局

部颜色直方图特征 LCH 作为图像特征训练 SVM 分

类器进行情感分类。

2）SentiBank。由文献［10］提出，该方法通过训

练得到视觉概念检测器，可以检测视觉图像中的

1 200个形容词名词对（ANP），并利用其检测结果作

为特征进行情感分类。

3）DeepSentiBank。 由 文 献［11］提 出 ，作 为

SentiBank 的改良版，该方法利用卷积神经网络在大

规模数据集上训练的视觉情感概念分类器进行情感

分类。

4）PCNN。由文献［4］提出，首先通过社交网站

收集的大规模情感图像训练 CNN，并采用渐进学习

的策略对网络进行微调，然后通过少量人工标注的

情感图像数据对模型进行诱导域转移，以提高其图

像情感分类性能。

5）VGGNet-16。由文献［2］提出，首先在 ImageNet

数据集上进行预训练，然后利用情感图像数据集对网

络进行微调。

6）COIS。由文献［24］提出，该方法通过目标检

测框架对设置的 5类对象进行检测，并提取图像的

目标区域特征，进一步融合 CNN 提取的图像整体特

征训练 softmax 分类器进行情感分类。

以上对比方法中的前 2种 GCH 和 SentiBank 均

为基于手工设计特征的视觉情感分析方法，后 4种
DeepSentiBank、PCNN、VGGNet-16和 COIS 为基于

深度学习的视觉情感分析方法。

图 6 不同数据集的示例

Fig.6 Sample of different datasets
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3.4 结果分析

对于网络输入的不同 batch-size设置，在TwitterⅠ数

据集下进行了对比实验。实验对比了不同 batch-size值

下，训练进行 200个 epoches所需的时间及其准确率，

结果如表 1所示，其中对时间进行了归一化处理。

从表 1可以看出，随着 batch-size 的增大，处理相

同数据量的速度变快，迭代相同次数所需时间减少；

当 batch-size为 32时，达到分类准确率的最优。

表 2给出了本文方法与 5种对比方法在 2个二

分类情感图像数据集 Twitter Ⅰ和 Twitter Ⅱ上的分类

结果，分类结果以准确率进行评估，准确率定义为正

确分类的样本数量占总样本数数量的比例。

由表2可知，本文提出的方法在Twitter Ⅰ和Twitter Ⅱ数

据集上的分类准确率分别达到了 79.83%和 78.25%，准

确率均高于基于手工设计特征的视觉情感分析方法GCH

和 Sentbank。本文提出的方法同样对比了基于深度学

习 的 视 觉 情 感 分 类 模 型 DeepSentiBank、PCNN、

VGGNet-16和 COIS。由表 2可知，基于深度学习的方

法在图像情感分类性能上均优于基于手工设计特征的

方法。而本文提出的方法在 3个数据集上的分类效果

相较于对比方法均有提升，对比效果最好的 COIS模型

在2个数据集上的分类准确率分别提升了0.93和1.42个
百分点。

图 7给出了本文方法与 5种对比方法在多分类

情感图像数据集 EmotionROI 上的分类结果，分类结

果以准确率进行评估。

由图 7可知，本文方法在多分类情感图像数据集
EmotionROI上分类准确率达到了 49.34%，高于基于手
工设计特征的视觉情感分析方法GCH和 Sentbank。对
比基于深度学习的视觉情感分类模型，DA-MLCNN比
DeepSentiBank和 VGGNet-16的分类准确率分别提升
了 6.81个百分点和 3.88个百分点，比 PCNN和 COIS模
型的分类准确率提升了 1.78和 1.21个百分点。通过对
比各类视觉情感分类方法在多分类数据集上的分类结
果，可以说明本文提出的 DA-MLCNN方法同样能够适
应视觉情感的多分类任务。综合在二分类和多分类情
感图像数据集上的分类表现，说明本文提出的方法能够
学习更具判别性的视觉特征，从而提升视觉情感分析效果。

图 8给出了利用本文所提出的方法正确分类的样
例以及错误分类的样例。

图 8 实验结果样例

Fig.8 Examples of experimental results

图 7 不同方法在 EmotionROI数据集上的分类准确率

Fig.7 Classification accuracy of different methods on

EmotionROI dataset

表 2 不同方法在Twitter Ⅰ、Twitter Ⅱ数据集上的分类准确率

Table 2 Classification accuracy of different methods on

Twitter I and Twitter II datasets %

方法

GCH

SentiBank

DeepSentiBank

PCNN

VGGNet-16
COIS

DA-MLCNN

Twitter Ⅰ

66.43
66.59
71.24
76.36
75.49
78.90
79.83

Twitter Ⅱ

66.79
65.93
70.23
76.83
71.79
75.81
78.25

表 1 Twitter Ⅰ数据集下不同 batch-size值对结果的影响

Table 1 Effect of different batch-size values on results

under Twitter I dataset

batch-size值

4
8
16
32
64
128

时间

7.744
4.344
2.741
1.653
1.371
1.000

准确率/%

64.93
69.35
74.07
79.83
77.23
66.98
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在图 8中，图 8（a）均被正确分类，图 8（b）中 2张图

片分别被预测为 joy类和 anger类，而其真实标签分别

为 surprise和 fear，故为错误分类。

3.5 多层特征及注意力机制的有效性分析

为进一步验证特征融合以及注意力机制在视觉

情感分类任务中的作用及有效性，本文进行了消融

实验，对比本文所提出方法 DA-MLCNN 及其不同设

置的分类效果，具体说明如下：

1）VGGNet-16。本文模型 DA-MLCNN 所使用

的基础网络。

2）MLCNN。不使用视觉注意力机制，仅通过多

层 CNN 特征提取网络提取图像的多层次特征，并融

合多层特征进行情感分类。

3）SA-MLCNN。在 MLCNN 基础上，提取多层

次特征，仅仅对低层特征使用空间注意力，并融合多

层特征进行情感分类。

4）CA-MLCNN。在 MLCNN 基础上，提取多层

次特征，仅仅对高层特征使用通道注意力，并融合多

层特征进行情感分类。

表 3所示为 DA-MLCNN 及其设置在不同数据

集 上 的 分 类 准 确 率 结 果 。 由 表 3 可 以 看 出 ，融

合多层特征后的 MLCNN 模型的分类准确率明显高于

VGGNet-16的分类准确率，可以验证多层 CNN特征融

合能够充分利用不同层次特征的互补优势，提高情感

分类效果。由表 3可知，SA-MLCNN、CA-MLCNN、

DA-MLCNN 相较于 MLCNN，其分类准确率分别有不

同程度的提升，其中 DA-MLCNN 准确率提升最高，说

明空间注意力和通道注意力在本文所提出的模型中能

够实现更细化的特征抽取，从而加强特征表示，进而提

高视觉情感分类效果。

4 结束语

现有的基于深度学习的视觉情感分析方法不能充

分利用多层次的特征且模型对特征的表达能力不足。

为此，本文提出一种基于视觉注意力和多层特征融合

的视觉情感分析方法用于视觉情感分析。通过卷积神

经网络提取图像的多层次特征，考虑到高层特征和低

层特征的特点，利用空间注意力加强低层特征挖掘特

征的空间信息，运用通道注意力加强高层特征关注语

义内容更丰富的特征。最后融合高层特征和低层特征，

形成语义增强的判别性视觉特征用于训练情感分类器。

通过在 3个公开的情感图像数据集上进行的实验对本

文提出的 DA-MLCNN 模型进行评估，结果表明，本文

方法能够提取更具判别性的特征表示，从而提升视觉

情感分析性能。考虑到情感是复杂多样的，当前视觉

情感分析的分类方法并不能反映情感的复杂性，下一

步将设计更合理的网络模型提取图像特征以及研究视

觉情感的细粒度分类，同时，随着社交媒体视频内容的

增多，针对视频的情感分析工作也是未来的一个重要

研究方向。
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表 3 不同数据集上的分类准确率

Table 3 Classification accuracy of different datasets %

方法

VGGNet-16
MLCNN

SA-MLCNN

CA-MLCNN

DA-MLCNN

TwitterⅠ
75.49
76.90
77.23
77.10
79.83

TwitterⅡ
71.79
73.10
75.86
73.73
78.25

EmotionROI

45.46
45.86
48.74
47.27
49.34
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