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基于知识蒸馏与模型集成的事件论元抽取方法

王士浩，王中卿，李寿山，周国栋
（苏州大学 计算机科学与技术学院，江苏 苏州 215006）

摘 要 : 目前先进的事件论元抽取方法通常使用 BERT 模型作为编码器，但 BERT 巨大的参数量会降低效率，使模

型无法在计算资源有限的设备中运行。提出一种新的事件论元抽取方法，将事件论元抽取教师模型蒸馏到 2个不

同的学生模型中，再对 2个学生模型进行集成。构造使用 BERT 模型和图卷积神经网络的事件论元抽取教师模型，

以及 2个分别使用单层卷积神经网络和单层长短期记忆网络的学生模型。先通过均方误差损失函数对学生模型和

教师模型的中间层向量进行知识蒸馏，再对分类层进行知识蒸馏，使用均方误差损失函数和交叉熵损失函数让学

生模型学习教师模型分类层的知识和真实标签的知识。在此基础上，利用加权平均的方法对 2个学生模型进行集

成，从而提升事件论元抽取性能。使用 ACE2005英文数据集进行实验，结果表明，与学生模型相比，该方法可使事

件论元抽取 F1值平均提升 5.05个百分点，推理时间和参数量较教师模型减少 90.85%和 99.25%。
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（School of Computer Science and Technology，Soochow University，Suzhou，Jiangsu 215006，China）

【Abstract】Existing advanced event argument extraction methods focus on model’s performance and ignore model’s size

and efficiency.These models exist problems of high computation cost and high delay.To address these problems，this paper

proposes Event Argument Extraction method via knowledge Distillation and model Ensemble（EAEDE）.The event argument

extraction teacher model is distilled into two different student models，and then ensemble the student models.Firstly，a event

argument extraction teacher model using BERT and graph Convolution Neural Network（CNN）is constructed，and then two

student models using Long Short-Term Memory network（LSTM）and CNN respectively are constructed.During the distilling

process，the student models learn the middle hidden of teacher model，and then learn the logits of teacher model.The Mean

Square Error（MSE）loss function and Cross Entropy（CE）loss function are used to let students learn the knowledge of the

teacher’s model classification layer and the knowledge of the real label.Finally，the weighted average method is used to

ensemble the two student models to get the final model.The experiments using ACE2005 dataset show that this method

improves the event argument extraction performance of student models by an average of 5.05 percentage points，while reduces

the infer time by 90.85% and reduces the size of model by 99.25%，comparing with the teacher model.

【Key words】 event argument extraction；knowledge distillation；model ensemble；pre-trained language model；model

compression
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0 概述

事件是信息的一种表现形式，其定义为特定的

人、物在特定时间和特定地点相互作用的客观事实。

事件抽取旨在将非结构化的文本以结构化的形式呈
现。在事件抽取过程中，标志某个事件发生的词称
为触发词，一般为动词或名词，而事件的参与者称为

论元，一般为实体、时间、数值等。事件抽取包含事
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件检测和事件论元抽取 2个子任务，事件检测是识
别出文本中的触发词并对事件类型进行分类，事件
论元抽取则是识别出事件的论元并对论元角色进行
分类。对于例句“在约旦河西岸，一名示威者中弹死
亡”，事件检测程序首先会识别出“死亡”是触发词，
然后将其事件类型归类为“死亡”。接着事件论元抽
取程序识别出“约旦河西岸”“示威者”“弹”是事件的
论元，然后将它们的角色类型归类为“地点”“受害
者”“工具”。本文主要研究事件论元抽取任务。

随着深度学习技术的发展，研究者通过增加模
型复杂度和参数量使模型具有更强的表征能力。在
自然语言处理领域，文献［1］提出的 BERT 模型通过
深层的模型结构和大规模数据预训练，在 11项自然
语言处理任务上取得了较好的效果。此后，越来越
多的研究者将 BERT 模型用于事件论元抽取任务，
取得了较大的性能提升。但 BERT 模型存在以下
2个缺点：首先是巨额的参数量会导致模型预测速度
变慢、时延增加，使模型无法应用于需要实时处理的
场景；其次是模型需要极大的计算资源和内存开销，
无法在计算资源有限的设备中运行。大模型无法在
计算资源和时间有限的情况下运行，而小模型性能
无法达到满意的效果，因此，模型压缩显得尤为
重要。

在事件论元抽取领域，先进模型通常使用 BERT
作为模型编码器。在这些模型中，BERT 模型的参数
占整体参数的绝大部分。因此，模型压缩的关键在
于减少 BERT 模型的参数。目前，知识蒸馏是常用
的模型压缩方法之一。知识蒸馏的主要是让性能
较高的教师模型指导性能较差的学生模型训练。
教师模型网络结构复杂，表征能力更强，模型的输
出（即“软标签”）中包含着标签概率分布知识。通
过让学生模型的输出去拟合教师模型的软标签，可
使学生模型学到真实标签（即“硬标签”）无法表示
的知识。文献［2-4］利用知识蒸馏方法将大尺寸的
BERT 模型蒸馏到小尺寸的 BERT 模型中。这种蒸
馏方式虽然能够得到较好的结果，但是模型参数量
仍然很大。文献［5］将 BERT 模型蒸馏到单层长短
期记忆网络（Long Short-Term Memory network，LSTM）
中，大幅降低了模型参数量，但是模型性能仍然需要
提升。

本文提出一种基于知识蒸馏与模型集成的事件论
元抽取方法（Event Argument Extraction method based
on knowledge Distillation and model Ensemble，EAEDE）。
将使用 BERT 的教师模型蒸馏到使用 LSTM 或单层卷
积神经网络（Convolution Neural Network，CNN）编码的
学生模型上，以减少模型参数量，加快预测速度。在蒸
馏方式上，本文设计一个两段式的蒸馏方式，先将教师
模型中间层的信息蒸馏到学生模型中，再对学生模型
的分类层进行蒸馏，通过将 2个学生模型进行集成，进
一步提升模型的性能。

1 相关工作

1.1 事件抽取
目前，事件抽取的方法已逐渐从机器学习转换

为深度学习。文献［6］使用卷积神经网络对句子进
行编码，并提出了动态多池化技术解决多事件中论
元角色重叠的问题。文献［7］将事件检测任务和事
件论元抽取任务进行联合学习，并利用触发词与触
发词、触发词与论元、论元与论元之间的依赖关系提
升分类效果。文献［8］设计了一种依存桥循环神经
网络，在对句子编码时融入句子的依存句法特征，在
计算当前节点隐层向量时不仅考虑上一个节点输出
和记忆细胞中的信息，同时还融入与当前词有依存
关系词的信息。文献［9］使用图卷积方法抽取句子
的依存句法特征进行联合事件抽取，在事件检测时
使用自注意力机制抽取候选触发词的特征。文
献［10］使用 CRF 模型构造一个多任务学习框架，对
子任务进行联合训练，同时采用对各事件类型单独
训练的方式解决标签重叠问题。自预训练模型
BERT 推出后，研究者们开始使用 BERT 进行事件抽
取，通过 BERT 深层次的网络结构和大规模的数据
预训练大幅改善了事件抽取效果。文献［11］采用
BERT 加动态池化层的事件检测模型，同时使用规则
的方式生成海量数据并利用对抗训练对生成的数据
进行筛选。文献［12］提出层次模块化事件论元抽取
模型，对论元角色进行分组并抽取出更抽象的概念，
利用论元与抽象概念之间的关系提升论元角色抽取
效果。文献［13］通过预测论元的起始位置抽取论
元，为每个论元角色标签都设置一个二分类器解决
标签重叠问题，同时，还设计一种数据增强方法，解
决数据稀缺的问题。文献［14］以阅读理解的方式进
行事件抽取，同时利用外部的问答语料库缓解数据
稀缺的问题。文献［15］将事件论元抽取任务看作多
轮的问答任务，利用历史的抽取信息辅助剩余论元
的抽取。
1.2 模型压缩

在现有研究中，针对 BERT 模型的压缩有知识
蒸馏、低秩分解和权值共享 2种方式。

1）知识蒸馏
文献［16］提出知识蒸馏的概念，其使用 KL 散度

衡量教师模型输出与学生模型输出之间的差异，通
过最小化 KL 散度将教师模型中的知识迁移到学生
模型中。为充分利用模型中间层的特征，文献［17］
通过最大化教师模型和学生模型中间层的互信息进
行知识蒸馏。文献［18］通过使学生模型学习教师模
型的注意力特征图提高学生模型的性能。文献［2］
设计了三重损失函数，计算学生模型和教师模型之
间隐层向量的余弦相似度、模型输出的 KL 散度以及
真实标签的交叉熵优化模型，将模型层数减半且保
证性能损失较低。文献［3］提出了两段式的蒸馏方
式，首先对模型进行通用知识蒸馏，计算学生模型和
教师模型 Transformer层的隐层向量和注意力的损失
值，然后针对具体下游任务进行蒸馏。在神经网络
中，深而窄的模型比浅而深的模型具有更强的表征
能力但是难于训练，文献［4］采用 Bottleneck 机制和
堆叠多个前馈神经网络的方式训练了一个深而窄的
BERT 模型，提升了模型的推理效率。在上述工作
中，学生模型和教师模型结构相同，只是使用更少的
模型层数或是每层的参数。文献［5］使用 LSTM 构
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造了一个学生模型，并让学生模型分类层拟合教师
模型分类层，将 BERT 的知识蒸馏到 LSTM 中。文
献［19］在蒸馏方式上与文献［5］相同，但是使用了对
抗生成网络生成大量无标注标签文本扩充数据，使
学生模型能够更充分地学习教师模型中的信息。

2）低秩分解和权值共享
BERT 模型的主要参数量来源是词向量和 12层

的 Transormer。文献［20］将词向量从 768维减少为
128维，再通过一个 128×768的矩阵将词向量转换成
768维，从而使词向量参数减少到原始大小的 1/6。
为 减 少 Transformer 的 参 数 量 ，该 文 献 将 12 层 的
Transformer 参数进行共享，即使用一层 Transformer
反复迭代 12次，将 Transformer 部分参数减少到原

始大小的 1/12。虽然这种方法可以大幅减小参数
量 ，但 是 计 算 量 没 有 减 少 ，因 此 ，计 算 速 度 依 然
较慢。

2 EAEDE方法

本节详细介绍基于知识蒸馏与模型集成的事件论
元抽取方法（EAEDE）。如图 1所示，该方法模型包含
了 2个学生模型和 1个教师模型，将学生模型经过蒸馏
后进行集成。具体训练流程如图 2所示，其中包含 4个
步骤：1）构建 2个学生模型和 1个教师模型；2）训练教
师模型使其达到最优；3）进行知识蒸馏，使学生模型学
习教师模型中蕴含的知识；4）将蒸馏后的 2个学生模
型进行集成，得到最终的模型。

2.1 学生模型
学生模型架构如图 3所示，其中包含输入层、句级

特征抽取层、词级特征抽取层、分类层 4个部分。2个
学生模型分别采用 CNN 和 LSTM 对句子进行编码。

2. 1. 1 输入层

给定一个句子 S=｛w1，w2，…，wt，…，wa，…，wn｝，其

中：下标 t表示触发词位置；下标 a表示候选论元位置；

下标 n 表示句子长度。模型的输入由词向量、位置特

征、事件类型特征三部分组成：词向量通过使用 GloVe

模型［21］在维基百科语料上训练得到，获得词向量；位置

特征是当前词与候选论元和触发词的相对位置，每个

相对位置都由一个随机向量表示；事件类型特征与位

置特征相似，每种事件类型由一个随机向量表示。将

词向量、位置特征和事件类型特征进行拼接，得到输入

X=｛x1，x2，…，xt，…，xa，…，xn｝。

2. 1. 2 句级特征抽取层

本文中的 2个学生模型分别使用 CNN 和 LSTM

作为编码器获得模型句级特征，使模型之间具有一

定的差异性。句子通过输入层处理后放入编码器

中，得到隐层向量，如式（1）所示：

{h1 h2 hn} = Encoder ( x1 x2 xn ) （1）

然后，使用动态多池化方法对隐层向量进行融

合，得到候选论元 wa 的句级特征，如式（2）~式（5）
所示：

h l = max ( )h1 h2 h t （2）

hm = max ( )h t + 1 h t + 2 ha （3）

h r = max ( )ha + 1 ha + 2 hn （4）

图 1 EAEDE模型架构

Fig.1 Structure of EAEDE model

图 2 模型训练流程

Fig.2 Procedure of model training

图 3 学生模型架构

Fig.3 Structure of student model
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H S = [ h l hm h r ] （5）

其中：t 表示触发词位置；a 表示候选论元位置；［］表

示拼接。

2. 1. 3 词级特征抽取层

词级特征是事件论元抽取的重要特征。给定一个

句子，句子中每个词的词向量为｛c1，c2，…，ct，…，ca，…，

cn｝。本文将候选论元、触发词以及两者上下词的词向

量拼接起来作为词级特征，具体如式（6）所示：

H L = [ c t - 1 c t c t + 1 ca - 1 ca ca - 1 ] （6）

2. 1. 4 分类层

在得到句级特征 HS与词级特征 HL后，将两者拼

接起来得到最终候选论元 wa的最终特征表示 H。然

后，使用全连接层和 Softmax 函数对候选论元进行分

类，得到每个类别的概率。

2.2 教师模型

教师模型采用与学生模型相同的架构，但教师

模型使用了 BERT 模型和图卷积来提高分类效果，

具体见图 4。本小节主要介绍教师模型的句级特征

抽取层及教师模型的训练流程。

2. 2. 1 句级特征抽取层

教师模型的编码器包含 BERT 和门控图卷积 2个
部分。给定一个句子 S=｛w1，w2，…，wn｝。首先，使用

BERT对句子进行编码，得到句子的隐层向量X。然后，

将句子隐层向量与位置特征向量、事件类型特征向量

拼接作为图卷积的输入 X。位置特征向量和事件类型

特征向量的初始化方式与学生模型相同。

图卷积的邻接矩阵根据依存句法树进行构造。

使用 stanfordCoreNLP工具（https：//stanfordnlp.github.io/

CoreNLP/）进行依存句法分析。本文将句子中每一

个词作为一个节点，根据依存关系构造该句子的邻

接矩阵 A。

参考文献［22］的工作，本文首先对每一个节点

创建一个自环 Aii=1，i∈［1，n］。如果节点 i和 j之间有

依存关系，则向邻接矩阵中添加边 Aij=Aji=1。在构建

邻接矩阵后，对隐层向量 X 进行两次图卷积，得到句

子的依存句法特征。然后，对其中一个依存句法特

征使用 Sigmoid 函数，将其作为门控单元，记为 σ。

接着，将依存句法特征与 σ进行点乘，将输入的隐层

向量 X 与（1-σ）进行点乘，最后将两者相加融合，具

体如式（7）、式（8）所示：

H = X⊗ ( )1 - σ + GraphConv1( )X ⊗ σ （7）

σ = Sigmoid (GraphConv2( X ) ) （8）

经过图卷积后，得到隐层向量 Hg=｛h1，h2，…，

hn｝，本文将候选论元、触发词以及和候选论元有直

接依存关系的词进行最大池化，得到候选论元的句

级特征，如式（9）所示：

H S = max ({ha h t}  {h i|Aia = 1i Î [1n]}) （9）

其中：t表示触发词的位置；a 表示候选论元的位置；A

为邻接矩阵。

2. 2. 2 教师模型训练

本文使用交叉熵（Cross Entropy，CE）损失函数

计算教师模型的输出与真实标签之间的损失值，如

式（10）所示：

LCE = -∑
i = 1

K

y i ln ( )ŷ i （10）

其中：K 表示标签类别数；y 表示真实标签；ŷ表示教

师模型的预测值。

2.3 知识蒸馏

对学生模型的蒸馏共分为 2个阶段：第一阶段

对模型的中间层进行蒸馏；第二阶段对模型的分类

层进行蒸馏。

在第一阶段，选取教师模型 Gate-GCN 层的输出

与学生模型 Encoder 层的输出进行蒸馏。教师模型

Gata-GCN 层的输出包含了由 BERT 获得全局的语义

信息和由 GCN 模型获得的依存句法信息。2个学生

模型使用了 CNN 和 LSTM 对句子进行编码，但两者

都无法有效地获取长句子的全局语义信息，更无法

获取句子的依存句法信息。通过知识蒸馏，学生模

型的 Encoder 层会拟合教师模型 Gate-GCN 层的输

出，使其输出的向量包含全局的语义信息和依存句

法信息。由于两者输出的向量维度不同，因此学生

模型 Encoder 层的输出需要进行线性变换匹配教师

模型的维度，然后使用均方误差（Mean Square Error，

MSE）损失函数进行蒸馏，如式（11）所示：

LMSE =
1
K∑i = 1

K

(h t
i - h s

i ) 2
（11）

其中：ht表示教师模型的隐层向量；hs表示学生模型

的隐层向量。

在第二阶段，学生模型的分类层会学习教师模

图 4 教师模型架构

Fig.4 Structure of teacher model
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型分类层的概率分布知识，即“软标签”。软标签中

包含了比真实标签（硬标签）更丰富的信息。以“在

约旦河西岸，一名示威者中弹死亡”中的论元“示威

者”为例，硬标签只会告诉模型“示威者”是“受害

者”，而软标签则会使模型学习到“示威者”很可能是

“受害者”，较低可能是“攻击者”，绝不可能是“地

点”。教师模型输出的软标签往往过于陡峭，某一类

别的概率很大，而其他类别概率很小。为了放大小

概率类别的信息，使软标签更加平滑，需要在使用

Softmax 函数对概率归一化时设置温度系数。温度

越大，软标签越平滑，各标签概率趋向于相同；温度

越小，软标签越陡峭，各标签概率相差越大。具体如

式（12）所示：

ŷ i =
exp ( )z i

T

∑
j

exp ( )z j

T

（12）

其中：z 表示模型的输出；T 是温度参数；ŷ表示归一

化后的概率。本阶段将软标签和预测值的均方误差

损失函数与硬标签和预测值的交叉熵损失函数相加

作为最终的目标函数，具体如式（13）所示：

L =
1
K∑i = 1

K

( ŷ t
i - ŷ s

i ) 2

-∑
i = 1

K

y i ln ( )ŷ s
i （13）

其中：ŷ t 表示教师模型输出的软标签；ŷ s 表示学生模

型的预测结果；y 表示真实标签；K 表示标签类别

个数。

2.4 模型集成

本文采用加权平均的方法对蒸馏后的学生模型

进行集成。模型集成能够降低单个学生模型的偏差

对整体的影响，提升模型的泛化能力。为了获得更

好的效果，被集成的模型之间应当保持一定差异性。

本文分别使用 CNN 和 LSTM 构造 2个不同的学生模

型，使模型关注于不同的特征。CNN 由于卷积核大

小的限制，使模型倾向于局部的特征，而 LSTM 具有

记忆细胞，可以记住较远词的信息，使模型倾向于全

局的特征。模型集成方法的计算公式如式（14）
所示：

ŷE = a·ŷ scnn + (1 - a)·ŷ slstm （14）
其中：ŷE 表示模型集成后的预测结果；ŷScnn 和 ŷSlstm 分别

表示 2个蒸馏后学生模型的预测结果；a 表示权重

系数。

3 实验

3.1 数据集与评价标准

本文使用 ACE2005英文数据集进行实验。该

数据集包含了新闻、广播对话、微博等 6个领域的数

据，共 599 篇文档，其中定义了 33 种事件类型和

35种论元角色。本文采取与文献［6-7］相同的划分

方式，随机选取 40篇新闻领域文档作为测试集，在

剩下的文档中选取 30篇作为测试集，选取 529篇作

为训练集。本文使用准确率、召回率和 F1值作为评

价标准，当一个论元的所属的事件类型、位置和论元

角色分类都正确时，则该论元分类正确。

3.2 模型参数

教师模型和学生模型的超参数设置分别如表 1
和表 2所示。在训练过程中，模型通过 Adam 优化器

更新参数。学生模型和教师模型均使用 Dropout 机

制，防止在训练过程中模型出现过拟合。

3.3 实验结果

本文针对事件论元抽取任务，评测模型论元角

色分类的结果。论元角色分类所用的触发词由

DMCNN［6］模型抽取获得。为了验证知识蒸馏与模

型集成的事件论元抽取方法的有效性，本文选取以

下基准方法进行对比：

1）DMCNN：本 文 方 法 的 学 生 模 型 之 一 ，由

CHEN 等［6］提出，使用 CNN 对句子进行编码。

2）DMRNN：本文方法的学生模型之一，使用

RNN 对句子进行编码。

3）Teacher Model：本文 2.2小节介绍的教师模型。

4）DMCNN（distill）：经 过 教 师 模 型 蒸 馏 后 的

DMCNN 模型。

5）DMRNN（distill）：经 过 教 师 模 型 蒸 馏 后 的

DMRNN 模型。

表 2 学生模型超参数设置

Table 2 Hyperparameter setting of student model

超参数名称

中间层蒸馏学习率

分类层蒸馏学习率

批处理大小

词向量维度

CNN 向量维度

卷积核大小

BiLSTM 向量维度

事件类型特征向量维度

位置特征向量维度

丢弃率

温度

权重系数 a

参数值

3×10-4
1×10-3
50
100
300
3
300
50
50
0.5
2
0.5

表 1 教师模型超参数设置

Table 1 Hyperparameter setting of teacher model

超参数名称

学习率

批处理大小

BERT 向量维度

图卷积向量维度

事件类型特征向量维度

位置特征向量维度

丢弃率

参数值

2×10-5
8
768
918
50
50
0.5
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6）EAEDE：本文提出的方法，由 2个蒸馏后的学

生模型集成后所得。

表 3列出了基准模型与 EAEDE 在事件论元抽

取上的实验结果。可以看出：Teacher Model 的 F1值
达到 60.3%，分别比 DMCNN 与 DMRNN 高出 6.8个
百分点和 6.3个百分点，三者之间差距较大；学生模

型经过蒸馏后，论元抽取效果显著提升，DMCNN

（distill）在 F1 值上比 DMCNN 高出 2.9 个百分点，

DMRNN（distill）在 F1值上比 DMRNN 高出 2.6个百

分点，这表明在事件论元抽取任务中，知识蒸馏可以

提升浅层模型的表征能力，获得更好的效果；此外，

模型集成后 EAEDE 的 F1值分别比 DMCNN（distill）

和 DMRNN（distill）高出 2.4个百分点和 2.2个百分

点，比 DMCNN 高出 5.3个百分点，比 DMRNN 高出

4.8个百分点，这说明模型集成可以有效弥补单个模

型性能不足的缺点，得到一个更全面的模型。

为进一步分析本文方法的有效性，选取以下模

型压缩方法进行对比：

1）Distill-Logits：方法架构与本文方法相同，都

是将教师模型蒸馏到 2个学生模型上，然后进行集

成。不同之处在于，该方法只对分类层进行蒸馏。

2）Distill-Encoder：方法架构与本文提出的方法

相同，但该方法只对学生模型的 Encoder 层进行蒸

馏，然后使用真实标签对模型分类层进行训练。

3）Teacher-TinyBert：本文 2.2小节提出的教师模

型，蒸馏方式使用的是 JIAO 等［3］提出的 TinyBert。

本文中使用的模型尺寸是 6层 768维。

4）Teacher-MobileBert：文献［4］所提出的 BERT

蒸馏方式，本文使用的模型尺寸是 24层 512维。

Teacher-TinyBert 的模型压缩思路是减少 BERT

的参数量，而 EAEDE 的模型压缩思路是将大模型知

识蒸馏到多个小模型上，然后对小模型进行集成。

从表 4可以看出：在论元分类 F1值上，本文提出的

EAEDE 比 Teacher-TinyBert 高 出 2.1 个 百 分 点 ，比

Teacher-MobileBert高出 1.7个百分点，充分证明了本

文模型压缩思路的有效性；同时，EAEDE 的性能比

Distill-Logits 高出 1.9个百分点，比 Distill-Encoder 高

出 2.2个百分点。Distill-Logits 和 Distill-Encoder 都

只对模型的一个部分进行了蒸馏，而 EAEDE 对两个

部分都进行了蒸馏，这表明对教师模型各层分别进

行蒸馏能够使学生模型更有效地学习教师模型的知

识，提升学生模型的分类性能。

3.4 模型效率分析

本文在相同的硬件条件下对模型预测速度进行测

试，GPU 型号为 Tesla K40m，CPU 型号为 E5-2680 v4。
表 5列出了 EAEDE 与基准方法在参数量和单条数

据推理时间上的对比结果。可以看出：EAEDE 在参

数量上比 Teacher Model减少 99.25%，比 Teacher-TinyBert

减少 98.81%，比 Teacher-MobileBert减少 96.91%；EAEDE

仅使用了单层的 CNN 和 RNN 编码器，参数量极小；

Teacher Model和 Teacher-TinyBert中的 BERT 分别含

有 12层和 6层的 Transformer，隐层向量维度为 768，
通过计算可得，仅仅单层的 Transformer 参数量就达

到了 7×106，是 EAEDE 的 8.1倍；在单条数据推理时

间 上 ，EAEDE 比 Teacher Model 减 少 90.85%，比

Teacher-TinyBert 减少 85.01%，比 Teacher-MobileBert

减少 81.54%，这充分说明了本文方法在有限的硬件

资源和时间下能够获得较好的效果。

4 结束语

本文针对现有事件论元抽取模型参数量大、时

延高等问题，提出一种基于知识蒸馏和模型集成的

事件论元抽取方法。设计两阶段的蒸馏方式，将含

有 BERT 的教师模型蒸馏到一个使用单层 CNN 或

LSTM 编码器的学生模型中，大幅减少模型参数

量，并通过模型集成进一步提升性能。实验结果表

明，本文方法能够快速完成事件论元抽取任务并取

得较优性能。下一步将通过加入词级特征、词向量

等进行知识蒸馏，提升学生模型的事件论元抽取

性能。

表 3 事件论元抽取实验结果对比

Table 3 Experiment results comparison of

event argument extraction %

对比方法

DMCNN

DMRNN

Teacher Model

DMCNN(distill)

DMRNN(distill)

EAEDE

准确率

62.2
60.2
57.4
58.0
55.8
59.4

召回率

46.9
48.9
63.5
54.9
57.4
58.3

F1值
53.5
54.0
60.3
56.4
56.6
58.8

表 5 模型参数量、预测速度与 F1值对比

Table 5 Comparison of model parameter quantity，

prediction speed and F1 value

对比方法

Teacher Model

Teacher-TinyBert

Teacher-MobileBert

EAEDE

参数量/106

114.81
72.29
27.84
0.86

单条数据

推理时间/ms

47.0
28.7
23.3
4.3

F1值/%

60.3
56.6
57.1
58.8

表 4 不同模型压缩方法性能对比

Table 4 Performance comparison of different model

compression methods %

对比方法

Distill-Logits

Distill-Encoder

Teacher-TinyBert

Teacher-MobileBert

EAEDE

准确率

61.5
59.6
54.7
58.2
59.4

召回率

52.9
53.8
58.8
56.0
58.3

F1值
56.9
56.6
56.7
57.1
58.8
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